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Resumo

Esta tese de mestrado introduz os métodos arvores de decisdo e florestas aleatdrias para resolver o
problema de data mining denominado por classifica¢do supervisionada. Consideremos um dataset
de pacientes covid-19 (ou objetos) classificados em duas classes consoante a evolugdo para ébito ou
recuperado. Partindo de um conjunto de caracteristicas (ou atributos) dos pacientes, como a idade e a
pré-existéncia de outras doencas, o objetivo do problema de classificacdo supervisionada é encontrar
uma funcgao (ou classificador) que estabelece uma relag@o entre atributos dos pacientes e as respetivas
classes. A utilidade fundamental de um classificador reside na possibilidade de classificar um novo
objeto, por exemplo, prever a evolugdo de um novo paciente covid-19. O método arvores de decisdo
distingue-se pela sua interpretabilidade e performance competitiva, particularmente quando utilizado
na técnicas ensemble floresta aleatdria.

A tese estd organizada da seguinte forma. O primeiro capitulo apresenta o problema de classi-
ficacdo supervisionada, seguindo-se dois capitulos dedicados aos principais fundamentos tedricos
dos métodos estatisticos drvores de decisdo e floresta aleatdria. O quarto capitulo ilustra o potencial
pratico dos métodos usando um conjunto de dados ptblicos de pacientes com covid-19, e terminamos
no capitulo cinco com algumas conclusoes.






Abstract

This master’s thesis introduces decision trees and random forest methods to solve the data mining
problem of supervised classification. Let us consider a dataset of covid-19 patients (or objects)
classified into two classes based on whether they died or recovered. From a set of patient characteristics
(or attributes), such as age and the pre-existence of other diseases, supervised classification aims
at developing a function (or classifier) that establishes a relationship between patient attributes and
the respective classes. The primary utility of a classifier is the ability to classify a new object,
e.g., predicting the evolution of a new covid-19 patient. The decision tree method is known for its
interpretability and competitive performance, particularly when combined with ensemble techniques
like random forest.

This thesis is organized as follows. The first chapter introduces the supervised classification
problem, followed by two chapters on the theoretical foundations of decision trees and random forests.
The fourth chapter illustrates the practical potential of the methods using a public dataset of covid-19
patients, and we finish in chapter five with some conclusions.
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Capitulo 1

Classificacao supervisionada

1.1 Introducao

De modo geral o data mining pode ser descrito como o processo de extragdo de informagdo relevante
de um conjunto de dados. A informacdo extraida depende por vezes de relagcdes complexas, de
dificil percecdo direta mesmo para especialistas da 4rea, sendo necessdrio recorrer a métodos e
modelos matematicos. O conceito, e algumas das ferramentas utilizadas em data mining nao sao
recentes, porém, este campo de investigacdo tem atualmente uma grande visibilidade devido a
quantidade de informagdo armazenada. Apesar do seu potencial, métodos de data mining (e.g., neural
networks) tendem a sofrer de falta de interpretabilidade, ou seja, € praticamente impossivel analisar e
compreender os pressupostos subjacentes aos resultados obtidos. A auséncia de interpretabilidade
inviabiliza qualquer validacdo pelos especialistas, dificultando a aceitacdo destas ferramentas. Em
dreas como medicina e finangas, € pouco provavel que decisdes criticas sejam tomadas tendo por base
resultados que ndo se compreendem. A nivel europeu, as orientagdes éticas para uma inteligéncia
artificial (IA) de confianca destacam a interpretabilidade como um fator primordial [20]. E referido o
seguinte: "A explicabilidade técnica exige que as decisdes tomadas por um sistema de IA possam ser
compreendidas e rastreadas por seres humanos... Sempre que um sistema de IA tenha um impacto
significativo na vida das pessoas, devera ser possivel solicitar uma explicagdo adequada do respetivo
processo de tomada de decisdes."

Este semindrio € focado no processo de data mining conhecido por classificagdo supervisionada.
O problema consiste em encontrar modelos matematicos que facam a distin¢c@o de objetos em classes.
Damos particular destaque aos problemas de classificacdo bindria (i.e., com duas classes), por
exemplo, classificar pacientes covid-19 em recuperados ou 6bitos. Para a definicdo de um modelo de
classificagdo supervisionada é necessdrio um conjunto de dados que inclua caracteristicas (ou atributos)
dos objetos, bem como informacdo sobre a respetiva classe. Considerando novamente o exemplo dos
pacientes covid-19, este conjunto deve conter uma lista de pacientes, a classe de cada um, 6bito ou
recuperado, bem como uma série de atributos considerados relevantes, por exemplo, a idade e doencas
pré-existentes. De referir que a etapa de escolha e pré-processamento dos atributos dos objetos pode
ter um impacto significativo na performance dos modelos de classificagdo. Apds a denominada fase de
treino, os modelos podem ser utilizados para classificar novos objetos com classe desconhecida. Além
disso, se o modelo de classificagdo for interpretavel, é possivel estabelecer relacdes potencialmente
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interessantes entre os atributos dos objetos e a respetiva classe. Mantendo o exemplo covid-19, além
de classificar um novo paciente covid-19 em recuperado ou 6bito, € possivel identificar quais sdo as
doencas pré-existentes que representam um risco acrescido de 6bito. Este tipo de informacgao podera
ser ttil no combate a doenca. Neste semindrio, abordamos o método de classificagdo arvores de
decisdo. Uma das principais vantagens deste método € precisamente a excelente interpretabilidade.
Outra vantagem das drvores de decisdo € a sua capacidade para lidar diretamente com atributos
quantitativos (ou numéricos), com valores em R, e com atributos qualitativos (ou categéricos), com
valores simbdlicos. Por exemplo, a idade de um paciente covid-19 é um atributo numérico e a diabetes
€ um atributo simbdlico, tem o valor sim se o paciente € diabético e o valor ndo no caso contrario.
Além de neural networks e arvores de decisdo, alguns dos métodos de classificacdo supervisionada
mais utilizados incluem naive Bayes e svm (support vector machine). Em [17], é analisado um
problema de classificacdo onde se pretende prever se um paciente é saudavel ou portador de doenca
arterial corondria. O algoritmo arvore de decis@o proposto apresentou melhor performance que
métodos alternativos baseados em neural networks, svm e naive Bayes. A possibilidade de a drvore de
decisdo ser facilmente interpretada pela comunidade médica é destacado como outro ponto positivo

do algoritmo.

1.2 Modelo de Bayes

Seja © o dominio dos objetos a classificar. Cada objeto de Q € representado por um vetor de atributos
x=(x1,...,xp),comx; €X;, j=1,...,p,e X =X X ... x X, o espago dos atributos.

Defini¢io 1. Um atributo X; é designado por numérico se X; = R e por categdrica se X; assume um

conjunto finito de valores sem uma ordem natural.

Seja L = {(x1,y1),...,(xn,yn)} 0 denominado conjunto treino com y, € Y, n=1,...,N, e
Y ={cy,...,c;} um conjunto de finito de classes. O problema de classificacdo supervisionada pode
ser encarado como o problema de encontrar uma fun¢do ¢ : X — Y num conjunto de treino L, tal

que a sua previsdo ¢ (x) seja a melhor possivel em determinado sentido.

Definicao 2. Um classificador é uma funcdo ¢ : X — Y, com X o espaco dos atributos e Y um

conjunto finito de classes.

Do ponto de vista estatistico podemos ver X e Y como varidveis aleatérias e definir P(X =x,Y =y)
como a probabilidade de X tomar o valor x e Y o valor y quando retiramos de modo aleatério um
objeto do universo Q. Neste sentido, a nogdo de encontrar a melhor previsio possivel ¢ (x) pode ser
definida como encontrar um classificador que minimiza o erro esperado da previsao.

Definicao 3. O erro esperado da previsdo, também denominado por erro de generalizacdo ou erro

teste, de um classificador @, é definido por

E(¢L) =Exy (L(Y,9L(X))), (L.1)

com L € o conjunto treino utilizado para construir o classificador ¢, L uma fungcdo perda que mede

a discrepdncia entre os dois argumentos e & a esperangca matemdtica ou valor esperado.
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Note-se que o erro de generalizacdo (1.1) estd definido no dominio de todos os objetos possiveis
Q. De facto, o objetivo € obter um classificador que seja preciso ndo apenas no conjunto treino L
mas também no conjunto de todos os dados possiveis ndo observados X x Y \ L. Em problemas de

classificacdo uma funcio perda comum € a denominada fun¢do zero-um

L(Y7¢IL(X)) :H(Y7A¢IL(X))7 (1.2)

com [ a funcdo indicadora, ou seja, a fungdo (1.2) atribui o valor zero a classificagdes corretas
e penaliza de modo idéntico com o valor um as classificagdes incorretas. Neste caso, o erro de
generalizacdo (1.1) reduz-se a probabilidade do modelo efetuar uma classificacio incorreta

E(¢r) = Exy(I(Y # ¢L(X))) = P(Y # ¢1(X)) (1.3)

Vamos assumir, em termos tedricos, que a distribui¢do de probabilidade P(X,Y) é conhecida. Neste
caso, o erro (1.3) de um classificador ¢p pode ser reescrito como

Ex y (L(Y, ¢5(x))) = Ex (Eyx (L(Y, 95(x)))), (1.4)

e o classificador que minimiza (1.4) é dado por

¢p(x) = arg I;ﬁn Eyx—(L(Y,y))
ye

= arg min Ey|X:x(H(Yay))
yeyY

=arg min P(Y # y|X =x)
yey

= arg max P(Y = y|X =x). (1.5)

yeYy
Ou seja, o melhor classificador possivel consiste em escolher sistematicamente a classe mais provavel
y €{ci,...,c;} dado X = x. O classificador ¢ é denominado na literatura por classificador de Bayes.

Na pritica, a distribuicéo de probabilidade P(Y|X) é, em geral, desconhecida, ou seja, a obtengdo
do classificador 6timo de Bayes é impraticdvel, restando a op¢do de tentar encontrar o melhor
classificador possivel. Assumindo que o comportamento de um classificador é controlado pelo
denominado vetor de hiperparimetros 8, o objetivo é encontrar o valor 8* para o qual o classificador
possui o menor erro de generalizagdo. Porém, outra questdo se coloca, nomeadamente o cdlculo do
erro de generalizagdo. Em geral existe um dnico conjunto de dados que tem de ter utilizado para
treinar/otimizar o classificador e para estimar o erro de generalizagdo. Uma opcdo imediata e simples
que tem, contudo, o defeito de fornecer uma estimativa demasiado otimista do erro de generalizacio,
consiste em utilizar o mesmo conjunto de dados para treinar/otimizar o classificador e estimar o erro
de generalizacdo. A estimativa obtida desta forma é designada por erro de resubstitui¢do e, para a
funcao perda zero-um (1.2), é definido por

— 1
E(g) =5 Y 1Y #¢.(X)), (1.6)
(x.y)eL
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com N a dimensao do conjunto treino L.

Um protocolo alternativo mais adequado consiste em separar de modo aleatério o conjunto de
dados disponiveis em conjuntos de treino, validagdo e teste. Os hiperparametros do classificador
sdo fixos analisando o erro no conjunto de validacdo do modelo treinado no conjunto treino. Apds a
etapa de treino/otimizagdo, uma estimativa para o erro de generalizacdo (ou erro teste) € calculada
utilizando o conjunto teste. E também usual combinar esquemas de k-fold cross-validation com a
estratégia de divisdo em treino, validacdo e teste. Por exemplo, a etapa treino/validacdo em esquema
k-fold cross-validation consiste em dividir o conjunto reservado ao treino e a validacdo em k conjuntos
disjuntos, Ly, ...,L; e estimar o erro de validacdo como a média do erro de valida¢do nos conjuntos
L dos modelos treinados nos restantes conjuntos L\ L. Esta abordagem tem a vantagem de todos os

pares (x,y) nos conjuntos treino e validagio serem utilizados na estimativa do erro de validag@o.

1.3 Medidas de erro

Consideremos um problema de classificacdo bindria com a classe 0, designada por classe negativa,
e a classe 1, designada por classe positiva. Seja N o niimero total de objetos e Ng e N o ndmero
de objetos na classe 0 e 1. Utilizamos a Tabela 1.1 para introduzir as no¢des de verdadeiro positivo
(VP), verdadeiro negativo (VN), falso positivo (FP) e falso negativo (FN). Note-se que No=VN+FP e
N;=VP+FN.

Classe real Total
Classe 1 | Classe 0
Classe prevista Classe 1 VP FP VP+FP
Classe 0 FN VN FN+VN

Total VP+FN  FP+VN N
Tabela 1.1 Matriz de confusdo para um problema de classificacdo bindria.

De acordo com (1.6), o erro associado a fungao perda zero-um € igual ao ndimero de classificacdes
incorretas a dividir pelo nimero de objetos, ou seja, (FN + FP)/N. Algumas das medidas alternativas
usualmente utilizadas sdo:

* Acurdcia: mede as classificagdes corretas; (VP+VN)/N;
* Sensibilidade: mede as classificagdes corretas da classe positiva; VP/Ny;
* Especificidade: mede as classificagdes corretas da classe negativa; VN/Nj;

A acurécia reflete o niimero de classificacdes corretas e fornece uma visdo geral da qualidade
do classificador, particularmente quando o dataset é balanceado (i.e., quando Ny estd préximo
de Np). A anélise da sensibilidade e da especificidade € igualmente relevante em determinados
contextos. Consideremos o problema de classificar a gravidade de determinada doenca, com a classe
1 a representar doenga grave e a classe 0 doenca pouco grave. Neste contexto € desejavel que a
sensibilidade seja elevada, ou seja, que o método ndo cometa o erro de classificar doenga grave como
pouco grave (FN). No caso de um classificador de investimento financeiro, com a classe 1 a indicar
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bom investimento e a classe 0 mau investimento, € desejdvel que a especificidade seja elevada, ou
seja, que o método ndo cometa o erro de classificar mau investimento como bom (FP).

A nocdo do balanceamento do dataset introduzida no pardgrafo anterior ¢ uma questdo importante
e um campo bastante ativo de investigacdo. O problema, algo comum em situagdes reais, surge
quando a classe mais importante ¢ uma das classes menos representadas. Quando os dados t€ém
uma distribuicdo assimétrica, ou seja, quando existem diferencas significativas na frequéncia relativa
das varias classes, os classificadores tendem a privilegiar as classes mais representativas. Este
comportamento afeta significativamente a sua performance. Uma das abordagens possiveis para lidar
com este problema consiste na utilizacdo de funcdes perda pesadas, isto é, que penalizam de forma
mais acentuada classificacdes incorretas da classe menos representada. Outra abordagem consiste
em utilizar técnicas de amostragem para balancear as classes (e.g., geracdo de amostras sintéticas
das classes sub-representadas) [11]. Outro problema recorrente das bases de dados € a existéncia de
informagdo incompleta, o que levou ao desenvolvimento de vérios métodos de imputagdo [12, 21].






Capitulo 2

Arvores de decisao

2.1 Introducao

Consideremos o problema de classifica¢do apresentado na Figura 2.1 a esquerda. Existem duas classes
de objetos, a classe 0 representada por pontos a azul e a classe 1 representada por pontos a laranja.
Os objetos possuem dois atributos: x1, no eixo dos xx, e X2, no eixo dos yy. O objetivo do método
arvores de decisdo € estabelecer regras sobre os atributos x1 e x2 que permitam classificar os objetos
na classe 0 ou na classe 1. Uma possibilidade é representada pelas linhas tracejadas a preto, note-se

X, ® Classe0
® Classe 1

~
T

@
o
T

@
o
T

w
i
T
[ ]
[ ]
[ ]

Atributo x2
w

nN

°

w
T
[ )

281

26 3

2.4 . . . . .
4.5 5 55 6 6.5 7

Atributo x1

Figura 2.1. Problema de classificagdo com duas classes (a esquerda). As linhas a tracejado ilustram a
particdo X;, U (X;, UX,,) induzida pelos nés folha 74, 13 € #; na drvore de decisdo a direita.

que a parti¢do induzida pelas linhas permite separar todos os objetos na classe 0 ou na classe 1. Ou
seja, neste caso o classificador ndo comete nenhum tipo de erro, nao existem objetos da classe 0
classificados na classe 1 ou objetos da classe 1 classificados na classe 0. A drvore associada a esta
partic@o € apresentada na Figura 2.1 a direita.

Tal como ilustrado na Figura 2.1 a direita, uma arvore de decisao é uma estrutura constituida por
nos (to, . ..,t1) € arestas que conectam nds adjacentes. Os nds internos (representados por quadrados)
indicam um conjunto de testes sobre os atributos dos objetos, as arestas indicam o resultado dos testes,
e os nds folha (representadas por circulos), indicam a classe atribuida aos objetos em resultado dos

7
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sucessivos testes. Analisemos o seu funcionamento. No no raiz fy realizamos o teste x1 > 5.8 ou
x1 < 5.8 (linha vertical no gréfico a esquerda). O ramo a esquerda do né #y representa o resultado
x1 > 5.8, e o valor 1 no né folha adjacente #; (i.e., o filho esquerdo de fy) indica que todos os objetos
que satisfazem esta regra sdo classificados na classe 1. Por outro lado, o ramo a direita do nd raiz fy
representa o resultado x1 < 5.8. Este ramo estd ligado ao nd interno #, (i.e., o filho direito de #y) onde
realizamos o teste x2 < 3.1 ou x2 > 3.1 (linha horizontal no gréfico a esquerda). O ramo a direta do
no 5, representa o resultado x2 > 3.1, e o valor 0 no n6 folha adjacente #4 indica que todos os objetos
que satisfazem o conjunto de regras x1 < 5.8 e x2 > 3.1 sio classificados na classe 0. Por outro lado,
o ramo a esquerda do n6 #, representa o resultado x2 < 3.1, e o valor 0 no n6 folha adjacente #3 indica
que todos os objetos que satisfazem o conjunto de regras x1 < 5.8 e x2 < 3.1 sdo classificados na
classe 0.

2.2 O algoritmo CART

Analisando o problema de classificagdo na Figura 2.1, é evidente que existem regras alternativas,
do tipo das apresentadas na drvore de decisdo, que permitem obter uma classificacdo igualmente
correta. Entre todas as drvores de decisdo existentes, faz sentido favorecer a drvore menos complexa
com menor nimero de nds. Este critério favorece a interpretabilidade da drvore e a sua capacidade
de generalizacdo, isto é, a capacidade da drvore classificar novos objetos. Independentemente do
problema, € amplamente reconhecido que a capacidade de generalizacdo de um modelo matematico
diminui com o aumento do nimero de paradmetros. Modelos mais complexos sdo mais propensos
a sofrer de overfitting, fendmeno caracterizado por um ajuste excessivo aos dados de treino com
diminuicdo da capacidade de generalizacdo. Porém, tal como demonstrado em [19], o problema de
encontrar a drvore que minimiza o nimero de nés necessarios para classificar um conjunto de objetos
¢ um problema NP-completo, recorrendo-se a métodos heuristicos para encontrar arvores de decisdo
quase Otimas.

Um dos algoritmos heuristicos mais utilizados na construgao de arvores de decisdo é o CART
[7], um algoritmo que realiza sucessivas divisdes localmente 6timas no espago dos atributos. De um
modo vago, a estratégia heuristica utilizada no CART consiste em escolher as divisdes que localmente
maximizam o decréscimo de uma medida de impureza. As divisdes sdo definidas apenas por um
atributo e uma regra de divisdo desse atributo. Por exemplo, na arvore da Figura 2.1 2 direita, a
divisdo associada ao nd g € definida pelo atributo x1 e pela divisdao do espaco dos atributos em dois
sub-conjuntos, {(x1,x2) : x1 > 5.8} e {(x1,x2) : x1 < 5.8}. Outros algoritmos heuristicos classicos
para a construgdo de drvores de decisdo sdo o ID3 [32] e o C4.5 [34]. Na sua formula¢@o original duas
das diferencas entre estes algoritmos sdo o tipo de drvore construida, bindria ou nao, e a medida de
impureza utilizada. Alternativas aos métodos heuristicos, baseadas em métodos de otimiza¢do mais
robustos, sdo apresentadas em [1, 31].

Pseudocoédigo recursivo

Consideremos um problema de classificagdo com conjunto treino L = {(xy,¢;),..., (xn,cn)}. Na
primeira iteracdo o algoritmo CART procura a divisdo 6tima s* que maximiza o decréscimo de uma
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medida de impureza, cria o n6 raiz #y associado ao atributo 6timo e particiona o conjunto treino I em
L, UL;,. O conjunto L;, assume o papel de conjunto treino da sub-drvore esquerda e L, o papel
de conjunto treino da sub-drvore direta. Este processo repete-se recursivamente para a sub-arvore
esquerda e para a sub-drvore direita. Quando um determinado critério de paragem € satisfeito, ¢ criado
um no folha sendo atribuida uma determinada classe.

Algoritmo 1 Pseudocédigo recursivo do algoritmo CART.

1: function CART_RECURSIVO(conjunto treino IL)

2 if critério de paragem then

3 criar né folha e atribuir classe

4 return n6 folha

5: else

6 encontrar divisdo s* que maximiza o decréscimo da medida de impureza
7 criar n6 ¢t associado a s*

8 definir a parti¢do L. = I,, UL,

9: sub_drvore_esq(t) = CART_RECURSIVO(conjunto treino L, )
10: sub_darvore_dir(t) = CART_RECURSIVO(conjunto treino L;,)
11: return no ¢

Nas seccdes seguintes discutimos as componentes principais do Algoritmo 1, nomeadamente:
atribuic@o de uma classe a um no folha, critérios de paragem e o processo de divisdo, que engloba a
noc¢ao de medida de impureza e o critério de divisdo.

Regra de atribuicao de classes

Numa arvore de decisdo ¢, minimizar o erro de generalizagdo com fun¢édo perda zero-um (1.4) é
equivalente a minimizar o erro de generalizacdo local associado a todos os nés folha. Denotando por
¢ o conjunto dos nds folha, vem

E(¢9)=) P(X €X,)(1-P(Y =)IX €X,)). 2.1)

teo

Assim, o erro minimo € obtido atribuindo a cada n6 folha a classe mais provavel de X;, com X; o

sub-conjunto associado ao no6 folha ¢,

¥ =argmax P(Y =c|X € X;). (2.2)
cey

Como a distribui¢do de probabilidade P(X,Y) é desconhecida, estimamos o valor de P(Y = c|X €
X;) pelo valor da propor¢ado N; /N;, com N;, o nimero de objetos da classe ¢ em L; e N; o niimero de
objetos em IL;. Utilizando esta estimativa em (2.2), obtemos

N,
Vi = arg max i> (2.3)
cey Nt

o que equivale a dizer que atribuimos aos nds folha a classe mais representada no conjunto IL;.
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Considerando em (2.1) a estimativa utilizada em (2.2) para P(Y = y|X € X;) e estimando P(X € X;)
pela proporg¢do N, /N, obtemos

AJ Q
-y (%)
NZ@N —N,,
1
= — I X
NXEL v#o(x))
=EL(9). (2.4)

A igualdade (2.4) significa que quando se considera a regra de atribuicdo da classe mais represen-
tada, minimizar o erro de generalizacio equivale a minimizar o erro de resubstitui¢io (1.6). Outra
propriedade desta regra de atribui¢do € que o erro de resubstituicao de uma drvore diminui sempre

que se dividi um n6 folha.

Proposicio 1. Para qualquer divisdo ndo vazia de um né folha t € ¢ em dois nés tg e tp, a drvore ¢’
obtida definindo a classe dos novos nos de acordo com (2.3) verifica

existindo igualdade se 5, = y,, = V.

Demonstracdo. Obtemos sucessivamente,

e reg’
p()(1—=p(ilt)) = p(te)(1 — p(F[te)) + p(tp) (1 = p(Fy [tD))
N Nc N NL N NC
(1 —max —) > “E(] —max —£) + —2(] —max —22)
N cey N; N cey Ny, N cey Ny,

N; —max Ny > Ny, — max Nety + Ny, —max Ny,
cEy cey

max N < max Neyy + max Nety,
cEy

X (NCZ‘E +NCZD) S max NCtE -+ max NCtD
cey cey

cey

com a ultima desigualdade a ser verdadeira uma vez que max N, (fp) € maior ou igual que o termo
cey
esquerdo N, (que o termo direito N, ) no lado esquerdo da equagdo. A igualdade verifica-se se as

classes maioritarias sao as mesmas em f, tg € fp.
|
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A proposicdo anterior garante que o erro de resubstitui¢cdo de uma 4rvore € minimal quando nao é
possivel efetuar mais divisdes. Em particular, se existir apenas um objeto em cada folha, o erro serd
igual a zero.

Critérios de paragem

O erro de resubstituicdo ndo é, em geral, um bom indicador do erro de generalizacdo. Pelo contrério, a
construgdo de arvores profundas/complexas que, segundo a Proposicdo 1.6, garantem a diminuic¢do do
erro no conjunto treino traduz-se normalmente numa diminui¢ao da sua performance num conjunto
teste independente. De modo a evitar este fendmeno, € necessario definir critérios de paragem
adequados que controlem o crescimento excessivo da drvore. A escolha ideal deve apresentar um
balanco entre drvores profundas, associadas a overfitting, e drvores rasas, associadas a underfitting
(i.e., quando o modelo ndo consegue capturar as relacdes existentes no conjunto treino).

Em éarvores de decisdo os critérios de paragem siao em geral definidos sobre os principais hiper-
pardmetros da drvore, nomeadamente, o nimero minimo de objetos a partir do qual um né é declarado
n6 folha, o nimero méximo de nds e a profundidade mdxima da 4rvore. Estes hiperpardmetros podem
ser otimizados conforme o dataset utilizando um esquema treino-validag¢do-teste. Estratégias que
visam reduzir a complexidade de uma 4rvore sdo denominadas pruning, podendo ser enquadradas
em dois grupos, pre-pruning (implementadas na forma de critérios de paragem), ou post-pruning. O
post-pruning consiste em construir uma arvore complexa e em seguida remover nés até encontrar uma
arvore que apresente um equilibrio entre performance e complexidade.

Regras de divisao

A regra de divisdo utilizada no Algoritmo 1 depende do tipo de atributo selecionado, numérico ou
categdrico.

Definicao 4. Para drvores bindrias denotamos por divisdo s de um no t uma particdo de X, em dois
sub-conjuntos ndo vazios, disjuntos, associados aos dois nos filho, tg e tp.

O ndmero de divisdes bindrias para um conjunto com N elementos cresce exponencialmente
2N —1

z

segundo a férmula — 1. Assim, de modo a obter um problema computacionalmente viavel, é
desejdvel reduzir o espago de possibilidades. Se o atributo X; associada a regra de divisdo 6tima s* é

numérico a parti¢do bindria de L; é definida por
Lzl‘é:{(x7y):(xvy)E]Ltv-xj>a}) ]Lg):{('xay):(xay)em’hxjga} (25)

com ¢ um threshold adequado. Neste caso o nimero de parti¢des possiveis € igual a N* — 1, com
N* o cardinal do conjunto dos valores tinicos de X; € ;. Sejam x; e x;; 1 dois valores consecutivos
e distintos de X;. Qualquer threshold & € [x;, x;;[ induz a mesma parti¢dao no conjunto L;, sendo
equivalentes em termos de decréscimo da medida de impureza (ver Defini¢do 7). Em generalizacio,
contudo, as particdes ndo sao equivalentes, pois a particdo induzida em X; ¢ distinta para cada valor
de or. Na pritica, a op¢ao usual € definir o« como o ponto médio entre x; € x4 1.

Por outro lado, se o0 atributo 6timo X; categérico e estamos perante um problema de classificagdo
multi-classe (i.e., com varias classes) é necessario recorrer a estratégias heuristicas para contornar a
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exploracio exaustiva das 2V~! — 1 particdes bindrias. Porém, para problemas de classificacio bindria
e medidas de impureza adequadas, € possivel demonstrar que € suficiente analisar N — 1 parti¢des [7].

Teorema 1. Consideremos um problema de classificagdo bindria com classes cg e c1, Seja X; uma
varidvel categorica com valores simbdlicos b1, . .., by ordenados pelo valor estimado de probabilidade
de b; ser de classe c;

pleilt,Xj=b1) <...<plci|t,Xj =by),

Para medidas de impureza adequadas (ver Definicdo 6 na proxima sec¢do), entdo um dos L — 1
sub-conjuntos de B = {by,...,by}, h=1,...,L— 1 define uma parti¢do bindria de L, em

LE = {(x,y) : (x,y) € Ly +,x; € B}, LE — {(,y) 1 (x,y) € Ly yox; € B} (2.6)

e =
que maximiza o decréscimo da medida de impureza (ver Definicdo 7 na proxima seccdo).

Na priética, o teorema anterior significa que uma varidvel categdrica pode ser analisada como uma
varidvel numérica apds substituir os seus valores simbélicos b; pelas estimativas p(ci|t,X; = by).

Novos algoritmos de construgdo de arvores de decisdo tém sugerido ao longo dos anos. Algumas
das opg¢oes visam aumentar a flexibilidade das fronteiras de classificacdo, substituindo as regras de
decisdo lineares univariadas (2.5), (2.6) por regras de decisao lineares e ndo lineares multivariadas
[26, 36].

Medida de impureza

A maximizac¢ao do decréscimo da medida de impureza guia o processo de divisdo dos nés de uma
arvore bindria e € uma componente chave do Algoritmo 1. Em termos intuitivos, a medida de impureza
deve favorecer divisdes que agreguem os objetos da mesma classe. Ou seja, o valor de uma medida de
impureza i(#) deve diminuir com a homogeneidade do conjunto L, e aumentar com a heterogeneidade.
Apresentamos em seguida a definicdo de medida de impureza introduzida em [7].

Definicdo 5. Seja Fi(p1, ..., ps) uma fungdo estritamente concava definida sobre p; €R, j=1,2,...,J,
comp;>0e Zlepj =1, e tal que

* F; atinge o mdximo no ponto (%, e, %),

* F; atinge o minimo nos pontos (1,0,...0) = ... = (0,0,...1).

Definicao 6. Para uma determinada fungdo de impureza F;, a medida de impureza i(t) de um né t, é
definida por

i(t) = F(p(cilt),.... peslr),
com p(cj|t) = N, /N; a propor¢do de objetos da classe ¢; em L.

Das condi¢des impostas em (5) a fungdo F; resulta que a impureza de um né é mixima quando as
proporgdes p(c;|t) sdo todas iguais, ou seja, quando o conjunto L, € heterogéneo com todas as classes
igualmente representadas. Por outro lado, a impureza de um né é minima quando o conjunto L, é
homogéneo contendo apenas uma classe.

Durante a separacfo bindria de um nd ¢, definimos o decréscimo da impureza como a diferenga
entre a impureza do né ¢ e a soma ponderada da impureza dos nés g € tp.
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Definicao 7. O decréscimo de impureza de uma divisdo bindria s de um né t em dois nés filho, tg e tp
é definida por
Ai(s,t) = i(t) — pri(te) — ppi(tp), (2.7)

com pg (pp) a proporgdo de objetos direcionadas de 1L, para tg (tp), definida por N, /N; (Ny, /N;)

com Ny a dimensdo do subconjunto L.

O teorema seguinte estabelece que o decréscimo de impureza € ndo negativo para qualquer
divisdo s.

Teorema 2. Seja i(t) = Fi(p(cilt),...,p(cs|t)) uma medida de impureza satisfazendo as condigdes

da Definicdo 6. Entdo, para qualquer divisdo s,

Ai(s,t) >0,

verificando-se a igualdade se, e so se, p(ciltg) = p(ciltp) = p(

Demonstragdo. Comecamos por verificar que

Ne

Kt

plecdn) = 3

_ NC/JE +NC/JD

= N,

— %NCIJE %chl‘D
Ni Ny Ni Ny,

= pep(cklte) + ppp(ciltp).

Utilizando a concavidade estrita, vem

i(t) = Fi(p(cilt), ..., pleslt))
= Fi(pep(eilte) + pop(eilip), ... pep(cslte) + ppp(clin))
> peFi(p(eilte),...,p(cilte)) + poFi(p(ciltp), ..., p(csltp))
= pEi(te) + ppi(ip)

com igualdade se, e s6 se, p(ck|tg) = p(ckltp) = p(cklt), k=1,...,J.
|

Muiltiplas fungdes de impureza t€m sido apresentadas na literatura [33], contudo, a funcio
proposta no algoritmo CART original, o indice de Gini, é ainda uma das mais utilizadas nas diversas
implementacdes do algoritmo. A denominada fun¢do de entropia € igualmente popular.

Definicao 8. A funcdo de impureza de Gini

Fsi(p1,---,pJ) (1 —pr), (2.8)

I Mx

satisfaz as condigoes da Definicdo 5.
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Demonstracdo. A tnica condig¢do ndo trivial é a prova do ponto maximo. Note-se que qualquer
fun¢do concava F(q) verifica a desigualdade

1 J
Z*ZP/‘(I_PJ)
J =
1
:jFG,i(pla"pr)‘
Logo,
Foi(ptyeeosps) €17 = Foi(Gens7)
G.,l pla"'apf — J_ G,l J7"'7J
e a concavidade estrita de F; garante que (}, ey }) € 0 Uinico ponto maximo.

O teorema seguinte estabelece que a aplicacao sucessiva do critério de divisdo que maximiza o
decréscimo de impureza (2.7) garante a obten¢@o de uma arvore com impureza global minima.

Teorema 3. Seja ¢ o conjunto das folhas de uma drvore bindria e

1) =Y p(0)i(r), (2.9)

e

a impureza global da drvore. Como Al(s,t) = p(t)Ai(s,t), a impureza global I1(t) é minima se em
todos os nds internos t for escolhida a divisdo bindria s* que verifica

s* = arg max Ai(s,1).
S

E interessante destacar que a escolha da medida de impureza de Gini nio é motivada pela
diminuicdo do erro de resubstitui¢do (2.4). Tal funcdo de impureza é definida por

Apesar de ser uma escolha intuitiva, esta fungdo possui algumas limitagdes. Consideremos um nd raiz
com 40 objetos da classe 1 e 40 objetos da classe 2. Duas divisdes possiveis sdo: primeira, 20 objetos
da classe 1 e 0 objetos da classe 2 no né filho esquerdo e 20 objetos da classe 1 e 40 objetos da classe
2 no n6 filho direito; segunda, 30 objetos da classe 1 e 10 objetos da classe 2 no no filho esquerdo e
10 objetos da classe 1 e 30 objetos da classe 2 no né filho direito. A primeira divisdo parece vantajosa,
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pois o noé filho esquerdo apenas possui objetos da classe 1 e ndo necessita de mais divisdes. Porém,
como 20 objetos sdo incorretamente classificados em ambos os casos, o erro de resubstitui¢cdo € igual.

A func¢ao de impureza de Gini surge associada ao erro cometido quando, para um objeto de um né
folha escolhido de modo aleatdrio, atribuimos a classe ¢, com probabilidade p(ck|f). A probabilidade
do objeto pertencer a uma classe ¢;j # cx € p(c;|t) e o erro cometido é o indice de Gini.

2.3 Consisténcia

A andlise tedrica das drvores de decisdo permanece uma drea ativa de investigacdo com muitos
resultados ainda em aberto. Uma questdo fundamental que tem sido analisada é a demonstracao da
consisténcia, ou seja, da convergéncia do erro de generalizagdo para o erro 6timo de Bayes [2, 3, 6—
8, 23, 28, 35]. No préximo Teorema 4 apresentamos, sem demonstrar, um resultado de consisténcia
para arvores de decisdo obtido em [28].

Uma forma alternativa de olhar para um problema de classificagdo é constatando que Y =
{c1,...,c;} define uma parti¢do no universo dos objetos Q, isto é

Q=0Q,U...UQ,,

onde Q, representa o conjunto de objetos da classe c;. Neste sentido, a classifica¢do induzida por
uma 4rvore de decisdo ¢ pode ser vista como uma particdo no dominio dos atributos X,

X=X, U...UX,,,

onde X, € o vetor de atributos x € X tais que ¢ (x) = c¢x. Por exemplo, no problema de classifica¢do
na Figura 2.1, a 4rvore de decisdo origina a parti¢do

X=X UXx? =X,U(X, UX,),
com cg = 0 e c; = 1 as duas classes do problema de classifica¢do bindria.

Teorema 4. Seja L, um conjunto de treino de dimensdo n. Denotamos por P, = {X,1,.... Xum} a
partigdo originada pelos nos folha de uma drvore de decisdo ¢r,. A classe dos nds folha é atribuida
por maioria e admitimos que (X",Y") sdo independentes e identicamente distribuidas. Denotamos
por diam(A) o didmetro, isto é, a distdncia mdxima na norma Euclidiana de quaisquer dois pontos de
um conjunto A C R%,

diam(A) = sup ||x—x"|],

X, X*€A

e por X, (x) o conjunto de um ponto x € X C RY, isto é, X,(x) = X,; se x € X,,;. Se,
(i) para qualquer y>0e d € (0,1)

lim inf u({x: diam(X,(x)NS > y}) =0
T SR pu(S)>1-8

quase certamente, com [ a distribuicdo de X,
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(ii) qualquer conjunto da particdo P, contém pelo menos k, pontos, com

. n
lim = oo,
n—e  logn

entdo, @, € consistente (fortemente), isto é,

E(¢v,) — E(¢5),

quase certamente.



Capitulo 3

Técnicas ensemble

3.1 Introducao

No contexto de arvores de decisdo, as denominadas técnicas ensemble merecem especial destaque
devido a sua performance. Estas técnicas tendem a reduzir o overfitting, uma das principais limitacdes
das arvores de decisdo, e assentam no pressuposto que varios classificadores de baixa complexidade
sdo mais eficientes que um Unico classificador complexo.

Duas das técnicas ensemble mais comuns sao o bagging e o boosting [18]. O bagging (acrénimo
para bootstrap-aggregating) consiste em treinar vdrios classificadores utilizando bootstrapping e
obter a classificac¢do final com votacdo por maioria [4, 22]. No boosting o classificador base é
aplicado sequencialmente, atribuindo em cada iteragdo um peso superior aos objetos incorretamente
classificados na iteracdo anterior. A classificag@o final é obtida por combinaco linear tendo em conta
a performance individual de cada classificador [10, 13, 16]. Um método cldssico de bagging assente
em arvores de decisdo é a denominada floresta aleatdria [4, 5]. O extremely randomized trees [16] e o
XGBoost [10] sdo outros exemplos de bagging e boosting com 4rvores de decisao.

Técnicas ensemble baseadas em drvores de decisdo t&€m um potencial enorme, tendo sido utilizadas,
por exemplo, na andlise estatistica que culminou na detecio do bosao de Higgins [9]. Outro exemplo
de aplicacdo é apresentado em [37]. Para o problema de classificar crédito bancdrio em funcdo do
risco de incumprimento associado, baixo ou alto, métodos ensemble baseados em drvores de decisdo
apresentaram melhor desempenho que métodos alternativos baseados em neural networks, svm e
classificadores lineares.

3.2 Floresta aleatoria

A floresta aleatéria é uma técnica do tipo ensemble onde a classificagao final é obtida por votagcdo por
maioria de um determinado nimero de drvores de decisdo treinadas utilizando amostras bootstrap do
conjunto de treino IL. Outra caracteristica primordial da floresta aleatdria € que durante o treino das
arvores de decisdo, a divisdo 6tima s* é obtida considerando um conjunto aleatério de atributos. Ou
seja, enquanto que na construgdo cléssica de arvores de decisdo o processo de divisdo consiste em
examinar todos os atributos e escolher aquele que maximiza o decréscimo de impureza (Teorema 3,
pégina 12), na floresta aleatdria, a maximizacao do decréscimo de impureza € efetuada apenas sobre

17
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um conjunto aleatério de atributos. Deste modo, além dos pardmetros associados a construcao das
arvores de decisdo, os parAmetros mais importantes na constru¢do de uma floresta aleatéria forest s@o
o niimero de drvores que a constituem e o ndmero de atributos que é escolhido de modo aleatério em
cada divisdo.

Apesar da interpretabilidade das arvores de decisdo ser perdida na floresta aleatéria, € ainda
assim possivel obter alguma informacao relevante, nomeadamente, sobre os atributos do problema
de classificacdo. Um exemplo, é a denominada impureza de decréscimo médio, uma medida obtida
considerando a média sobre todas as drvores do decréscimo de impureza nas divisdes associadas
a cada atributo. Esta medida fornece uma estimativa sobre quais os atributos mais relevantes na
construgdo da floresta aleatéria. Uma andlise aprofundada sobre medidas de importincia dos atributos
¢é apresentada em [27]. Um resultado interessante obtido pelos autores revela que, em determinados
pressupostos, adicionar atributos definidos como irrelevantes ao conjunto treino ndo altera a impureza
de decréscimo médio dos restantes atributos. Este resultado sugere que a floresta aleatdria é robusta
na presenga de atributos irrelevantes.

Intuitivamente um dos motivos para o sucesso da floresta aleatéria, e em geral das técnicas ensem-
ble, reside no facto de muitos modelos de classificagdo dependerem de algoritmos de minimizagao
local, por exemplo, as heuristicas do tipo greedy nas 4rvores de decisdo. Neste sentido, diversos
classificadores construidos com pontos de partida distintos t€ém maior probabilidade de evitar a con-
vergéncia para minimos locais que um classificador dnico. Por outro lado, numa perspetiva estatistica,
assumindo que as decisdes de cada um dos modelos simples ndo estio correlacionados, uma regra de
classificacdo que agregue varios modelos tende a diminuir o risco de tomar uma decisdo baseada em
falsos pressupostos. O objetivo dos processos aleatérios introduzidos na floresta aleatdria, quer na
escolha da divisdo 6tima quer na escolha do conjunto de treino, é precisamente descorrelacionar as
suas drvores de decisdo.

3.3 Decomposicao viés-variancia

Uma abordagem formal para analisar o comportamento das técnicas ensemble é a denominada
decomposicdo viés-variancia do erro de generalizagdo. A componente do viés estd relacionada com o
erro do modelo, ou seja, com o seu desvio em relacdo ao modelo 6timo de Bayes, enquanto que a
componente da variancia estd relacionada com a sensibilidade do modelo a variagdes no conjunto
treino. Este tipo de andlise é particularmente indicada para problemas de regressao, onde a utilizagdo
da func¢@o de perda quadratica permite obter uma decomposicao viés-variancia simples e intuitiva. Para
problemas de classificacdo, baseados na funcio perda zero-um, a obtengado deste tipo de decomposicio
¢ mais complexa. O teorema seguinte, apresenta uma tentativa de decomposicao viés-variancia para

problemas de classificacdo bindria [14].

Teorema 5. Consideremos um problema de classificacdo bindria com fungdo perda zero-um. Seja
P(¢1(x) # ¢(x)) a probabilidade para X = x de o classificador ¢y, efetuar uma classificacdo diferente
daquela obtida com o modelo otimo de Bayes ¢p. Temos que

P(or(x) # ¢5(x)) = P(p(Y = ¢5(x)) <0.5)
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e vamos assumir que a estimativa p(Y = ¢p(x)) segue uma lei Normal. Entdo, o erro de generalizagdo
de ¢, em X = x, pode ser decomposto em

0.5 —Ep(pL(Y = ¢p(x)))
VVL(ALY = ¢B(x)))

com D a funcdo de distribuicdo cumulativa da lei normal padrao.

P(Y # ¢1.(x)) = P(Y # 9p(x)) + D( J2P(¢p(x) =Y) 1), (3.

No teorema anterior, a suposi¢do da normalidade da estimativa p(Y = ¢p(x)) é certamente
demasiado forte para classificadores do tipo drvores de decisdo. Por outro lado, no contexto da floresta
aleatdria esta estimativa pode ser considerada razodvel, pois ela € obtida considerando a média de
multiplas drvores de decisdo aleatérias.

Uma andlise da decomposicao (3.1) permite estabelecer algumas conclusdes interessantes. Con-
sideremos o caso em que o valor esperado da estimativa p(Y = ¢p(x)) é superior a 0.5. Ou seja,
o modelo tem um viés relativamente baixo estimando, em média, a verdadeira classe maioritaria
em mais de 50% das vezes. Nestas condicdes, a diminui¢do da varidncia da estimativa implica a
diminui¢@o do erro de generaliza¢do. Além disso, se V,(pr(Y = @p(x))) — 0, entdo & — 0 e o erro
de generalizagdo converge para o seu valor minimo, isto €, o erro irredutivel de Bayes P(Y # ¢p(x)).
Por outro lado, se o valor esperado da estimativa p(Y = @p(x)) € inferior a 0.5, a diminuicdo da
varifincia pode aumentar o erro de generalizagdo. Além disso, se VL (pL(Y = ¢p(x))) — 0, entdo
® — 1 e o erro de generalizacdo converge para o seu valor maximo. Ou seja, assumindo que o viés se
mantém constante, ou pelo menos ndo aumenta demasiado, podemos diminuir o erro de generalizagdo
de um classificador diminuindo a sua variancia.

O método floresta aleatéria, procura precisamente diminuir o erro de generalizacio das drvores de
decisdo através da diminuicao da sua variancia. Devido a metodologia utilizada na sua construcao
(por exemplo, durante o processo de divisdo), as arvores de decisdo tendem a apresentar elevada
variancia. De facto, duas drvores de decisdo treinadas em dois subconjuntos aleatérios de um conjunto
de treino podem ser consideravelmente diferentes. Uma justificacdo plausivel para o facto da floresta
aleatdria reduzir, em geral, a variincia das drvores de decisdo estd relacionada com o comportamento
da variancia da média amostral. Seja X1, ..., X, uma amostra aleatdria de uma varidvel aleatéria X
com variincia 62, ou seja, X;, i =1,...,n, sdo independentes e seguem a lei de X. Entdo, a varidncia
da média amostral é 6% /n. Ou seja, a variancia da média amostral ¢ inferior a variincia de cada uma
das variaveis X;. Recordamos que a floresta aleatéria consiste, idealmente, de um conjunto de arvores
de decisdo descorrelacionadas.

Para problemas de regressao, € possivel obter estimativas sobre a varidncia de modelos do tipo
floresta aleatdria que permitem obter uma justificagdo mais formal [15]. Seja yi g, ... ,, um modelo
do tipo ensemble formado por M modelos individuais aleatorios ¢y, g,, m = 1,...,M. A varidncia, em
X = x, do modelo ensemble verifica

1-p(x)
2 2
V(x) = px)og(x) + — —05(x),
com Gg (x) a variancia do modelo aleatério ¢, g € p(x) o coeficiente de correlagdo entre as previsdes de
dois modelos aleatérios. Ou seja, quando M — oo, a variancia do ensemble € igual a p(x) o (x). Logo,
assumindo que o processo de aleatorizagdo descorrelaciona os modelos individuais, ou seja, assumindo
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que p(x) < 1, a varidncia do ensemble € inferior a varidncia de um modelo individual. Além disso,
se p(x) — 0 entdo V(x) — 0 quando M — o. Por outro lado, se p(x) — 1, ou seja, se o processo de
aleatorizagdo ndo descorrelaciona os modelos individuais, temos que V(x) = 0Z(x), € 0 ensemble
dos modelos individuais nao reduz a sua varidncia. Em conclusdo, quanto mais descorrelacionados
estiverem os modelos individuais menor a variancia do ensemble.

Por outro lado, quando o crescimento de uma arvore de decisdo nao € controlado, as drvores de
decisdo apresentam elevada complexidade com tendéncia a possuir baixo viés. A floresta aleatéria
tende a preservar o baixo de viés das arvores de decisdo porém, o facto de as arvores serem treinadas
com recurso a bootstrapping pode originar o seu aumento, particularmente para conjuntos de treino
com dimensao reduzida. De igual modo, a restricio do nimero de atributos a analisar em cada
divisdo da arvore pode igualmente contribuir para aumentar o seu viés. Ou seja, apesar de em
geral a diminuic¢do da varidncia compensar o possivel aumento do viés, existe sempre um trade-off
viés-variancia.

3.4 Consisténcia

Naturalmente a escassez de resultados sobre a consisténcia de arvores de decisdo estende-se a floresta
aleatdria, particularmente para a versao original do método. Dois mecanismos fundamentais, mas
que dificultam consideravelmente a andlise da floresta aleatéria, sdo o bootstraping e o algoritmo de
escolha dos atributos durante o processo de divisdo. Assim, grande parte dos resultados de consisténcia
envolvem versdes simplificadas destes mecanismos.

Em [6], é provado que uma floresta aleatdria € consistente para uma versdo bastante simplificada
do algoritmo assente nos seguintes pressupostos: auséncia de bootstraping, a escolha do atributo a
dividir segue uma distribui¢@o uniforme, a divisdo dos atributos considerados relevantes ocorre no seu
ponto médio, a divisao dos atributos considerandos irrelevantes ocorre de modo aleatdrio e as drvores
de decisdo sao balanceadas.

Em [3], é demonstrado que técnicas ensemble do tipo bagging com votacdo por maioria sao
consistentes desde que os modelos individuais sejam consistentes. Seja n a dimensdo do conjunto de
treino IL,, e vamos assumir que cada subconjunto de treino € selecionado de modo aleatério de acordo
com uma lei binomial de pardmetros n e g,. Ou seja, cada amostra € selecionada de modo aleatério,
sem substitui¢do, de IL,;, com probabilidade ¢,. O resultado de consisténcia ¢ demonstrado assumindo
que ng, — oo, quando n — oo. E interessante realcar que este resultado é independente do nimero de
modelos individuais no ensemble. Nestas circunstancias, podemos concluir a consisténcia de uma
floresta aleatdria assumindo, por exemplo, que as suas arvores de decis@o satisfazem as condi¢des do
Teorema 4.



Capitulo 4

Aplicacao: dataset México covid-19

Nesta seccao aplicamos drvores de decisdo para analisar um problema de classificacdo. Recorremos a
um dataset disponibilizado em acesso aberto pelo governo mexicano referente a evolugao de pacientes
covid-19 [30]. O nosso objetivo é analisar a capacidade de uma 4rvore de decisdo em classificar o

desfecho de cada paciente, em particular, se o paciente evoluiu para recuperado ou 6bito.

4.1 Descricao e pré-processamento do dataset

O dataset possui além da informacgao sobre o desfecho de cada paciente, recuperado ou 6bito, um
conjunto de atributos relacionados com a evolugao do seu estado, por exemplo, se o doente desenvolveu
pneumonia, mas também sobre a existéncia prévia de outras doengas como diabetes ou hipertensao.
Existe igualmente um atributo com informacéo sobre o resultado de um teste de covid-19, os valores
possiveis s@o: positivo, inconclusivo, negativo ou resultado desconhecido. Para a nossa andlise
mantivemos apenas os pacientes com resultado de teste positivo ou negativo, descartando os pacientes
com resultado inconclusivo ou desconhecido. Tal como apresentado na Tabela 4.1, o dataset possui
mais de 100.000 pacientes, com 50% representando recuperados e 50% 6bitos.

Recuperados  Obitos  Total
N.° Pacientes 54236 54236 108472

Tabela 4.1 Dimensdo do dataset.

Outro dos atributos presentes no dataset diz respeito ao sistema de satide do paciente. Este atributo
estd dividido em 13 classes que refletem a organizacao do sistema de saide mexicano [24]. Para o
nosso estudo decidimos agrupar as classes em apenas duas, sistema de satide publico ou privado. No
total, o dataset é constituido por 12 atributos, sendo a sua descri¢do apresentada na Tabela 4.2.

Nas Figuras 4.1 e 4.2, apresentamos uma descri¢@o grafica do dataset. O grafico a esquerda na
Figura 4.1, apresenta a percentagem de pacientes possuidores do atributo indicado na legenda do
eixo dos xx. Por exemplo, a primeira barra vertical indica que 97% dos pacientes t€ém um sistema
de sadde publico, SSaidde (Pub). Naturalmente, este valor significa que apenas 3% dos pacientes

possuem um sistema de saide privado. De modo idéntico, a segunda barra vertical indica que 19%

21
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Atributo Descri¢ao Valor

SSatde indica qual o sistema de satde do paciente Publico ou Privado
Ventilador indica se o paciente foi ventilado Sim ou Nio
Pneumonia indica se o paciente desenvolveu pneumonia Sim ou Nao
Diabetes indica se o paciente tem diabetes Sim ou Nao

Asma indica se o paciente tem asma Sim ou Nao
Hipertensdo indica se o paciente tem hipertensao Sim ou Nao
Cardiovascular indica se o paciente tem doencas cardiovasculares Sim ou Nao
Obesidade indica se o paciente tem obesidade Sim ou Nao

DRC indica se o paciente tem doenca renal crénica Sim ou Niao
Tabagismo indica se o paciente é fumador Sim ou Nao

Grau Covid indica o nivel de gravidade do teste covid-19 1 (mais grave) ou 2

Tabela 4.2 Descricdo dos atributos existentes no dataset.

dos pacientes foram ligados a um ventilador mecanico, Ventilador (S), ou de modo equivalente, que
81% dos pacientes ndo foi ligado a um ventilador.

No gréfico a direita na Figura 4.1, apresentamos a percentagem de recuperados e de dbitos para as
faixas etdrias indicadas na legenda do eixo dos xx. Por exemplo, para a faixa etaria 0 — 10, verificamos
que 83% dos pacientes sao recuperados e 17% sao 6bitos. Por outro lado, na faixa etaria 91 — 110,
observamos que 88% dos pacientes sdo 6bitos e 12% sdo recuperados. O valor percentual apresentado
no eixo dos xx indica a percentagem de pacientes que pertence a cada uma das faixas etdrias, por
exemplo, a faixa etdria 0 — 10 corresponde a 1% do total de pacientes.
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Figura 4.1. O grafico a esquerda ilustra a distribui¢do dos pacientes por cada um dos atributos. Por
exemplo, 44% dos pacientes desenvolveram pneumonia, Pneumonia (S). O gréfico a direita ilustra a
distribuicao dos pacientes por faixas etdrias, bem como a percentagem de recuperados e obitos em
cada uma das faixas. Por exemplo, 1% dos pacientes pertencem a faixa etdria 11 — 20 e nesta faixa
etdria temos 94% de recuperados e 6% de dbitos.

Da andlise do grifico a esquerda na Figura 4.1, destacamos a elevada percentagem de pacientes
com sistema de satude publico (97%) e a baixa percentagem de pacientes (4%) portadores de covid-19
de grau 1, o mais grave. Destaque também para o facto de 44% dos pacientes terem desenvolvido
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pneumonia e de 19% dos pacientes terem sido ligados a um ventilador mecanico. Do conjunto das
doencas pré-existentes, as mais comuns entre os pacientes sdo hipertensdo 29%, diabetes 25%, e
obesidade 21%. As restantes, por ordem decrescente de prevaléncia, sdo tabagismo 8%, doenca renal
crénica (DRC) 4%, doenca cardiovascular 3% e asma 2%.

Da andlise do gréfico a direita na Figura 4.1, destacamos o facto de a percentagem de 6bitos
superar claramente a percentagem de recuperados para idades superiores a 60 anos. Além disso, é
na faixa etdria 51 — 60 em que a percentagem de 6bitos ultrapassa pela primeira vez a percentagem
de recuperados. Destaque para o facto de apenas 2% dos pacientes estarem na faixa etdria 0 — 20,
enquanto 62% pertence a faixa etaria 21 — 60 e 36% a faixa etaria 61 — 110. A idade média dos
pacientes ¢ de 52 anos.
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Figura 4.2. Distribuicdo da percentagem de recuperados e 6bitos em funcdo do valor de cada atributo
(exceto para o atributo idade, ver Figura 4.1 a direita).

De modo idéntico ao apresentado na Figura 4.1 a direita para o atributo idade, a Figura 4.2 ilustra
a percentagem de recuperados e 6bitos em fun¢do do valor de cada um dos restantes atributos. Por
exemplo, a primeira barra na Figura 4.2 a esquerda revela que quando o paciente tem um sistema de
saude publico, SSadde (Pub), a percentagem de recuperados e de 6bitos € idéntica (50%). Por outro
lado, a primeira barra na Figura 4.2 a direita, revela que quando o paciente tem um sistema de saide
privado, SSadde (Pri), a percentagem de recuperados € superior a de 6bitos, 70% contra 30%.

Da andlise da Figura 4.2 a esquerda, destacamos a elevada percentagem de 6bitos para pacientes
ventilados 97%, que desenvolvem pneumonia 85%, com diabetes 75%, hipertensao 73%, doenca
cardiovascular 77% ou doenga renal crénica (DRC) 84%. Em pacientes portadores de asma, obesi-
dade ou tabagismo a diferenca entre a percentagem de 6bitos e recuperados ¢ menor, apresentando
percentagens de 6bitos iguais a 42%, 58% e 53%, respetivamente.

Da anélise da Figura 4.2 a direita, destacamos que a percentagem de recuperados € claramente
superior a de 6bitos em pacientes com sistema de saide privado, SSatide (Pri), 71%, nao ventilados
61%, sem desenvolvimento de pneumonia 78%, sem diabetes 58% e sem hipertensdo 60%. A
percentagem de recuperados e 6bitos € praticamente igual quando o paciente tem covid-19 em grau 2
ou quando ndo possui asma, doenga cardiovascular, obesidade, DRC ou tabagismo.
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4.2 Treino-Validacao-Teste

Nesta seccdo utilizamos os atributos descritos na Tabela 4.2 para treinar e testar uma drvore de
decisdo. O objetivo € classificar os pacientes em recuperados ou 6bitos. Utilizamos um esquema
treino-validagdo-teste de acordo com o apresentado na Tabela 4.3. Os conjuntos treino-validac¢do sdo
utilizados para otimizar o nimero maximo de nds, um dos hiperpardmetros mais importantes numa
arvore de decis@o. O conjunto de teste ¢ mantido a margem deste processo de treino, sendo utilizado
para medir a performance do método. Ou seja, representa um conjunto de dados completamente novo
para a arvore, pretendendo simular o comportamento da drvore em ambiente real.

Treino-Validagdo (80%) Teste (20%)  Total
Treino (60%) Validacio (20%)
N.° Pacientes 69423 17355 21694 108472

Tabela 4.3 Percentagem de dados utilizados no esquema de treino-validacao-teste.

Para medir o desempenho da 4rvore recorremos as medidas de acuricia, sensibilidade e especifici-
dade. Denotamos por VP os verdadeiros positivos, ou seja, os 6bitos corretamente classificados como
obitos, por VN os verdadeiros negativos, ou seja, os recuperados corretamente classificado como
recuperados, por FP os falsos positivos, ou seja, os recuperados classificados como 6bitos, e por FN
os falsos negativos, ou seja, os 6bitos classificados como recuperados. Neste contexto a sensibilidade
representa a capacidade do método em classificar os bitos e a especificidade a capacidade em classi-
ficar os recuperados. A acurdcia representa a capacidade de o método obter classificagdes corretas,
independentemente de serem 6bitos ou recuperados.
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Figura 4.3. Comportamento da acurécia (a esquerda) e da sensibilidade (a direita) da drvore de decisdo
em func¢do do nimero maximo de nds.

Durante o processo de otimizacdo calculamos a acurécia, a sensibilidade e a especificidade nos
conjuntos treino e validag@o. O gréfico na Figura 4.3, a esquerda, mostra a evolugdo da acurédcia em
funcdo do nimero de nds. Observamos que a acurdcia no conjunto treino (linha a azul) aumenta com
o aumento do ndmero de nds, atingindo 88% para o maximo de 10000 nds. A acuricia no conjunto de
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validacdo (linha laranja) também apresenta um crescimento inicial, porém, para aproximadamente
1000 nds, essa tendéncia € invertida, existindo um decréscimo com o aumento sucessivo do nimero de
nés. Este comportamento, de aumento da acuricia no conjunto de treino e de diminui¢do no conjunto
de validacdo, apesar de pouco significativo, ilustra o fendmeno de overfitting. Ou seja, o método
efetua um ajuste excessivo ao conjunto treino perdendo capacidade de generalizag¢do para o conjunto
de validacdo. O comportamento da sensibilidade (gréfico na Figura 4.3, a direita) e da especificidade
(ndo ilustrado) em fun¢do do nimero de nds € semelhante ao da acurdcia.

Ponderando o comportamento da acurécia, da sensibilidade e da especificidade com a interpretabil-
idade, optamos por considerar uma drvore com no méaximo 20 nés. Treinamos a drvore no conjunto
de dados reservados para o treino (80% do total de dados), e utilizamos o conjunto de teste (20% do
total de dados) para avaliar o seu desempenho. A arvore de decisdo obtida é exibida na Figura 4.4 e os
resultados no conjunto teste sdo apresentados na Tabela 4.4.

Pneumonia

N

< 54.5 > 54.5 N S

O,

5 5 N S <525] \>52.5
© ©

< 39.5 > 39.5

(0 () & () ®
®
Pri Pub

N S

Figura 4.4. Arvore de decisdo obtida na etapa de treino. O simbolo ’x’ representa uma classificaco
de 6bito e o simbolo *0’ uma classificagdo de recuperado.

VP VN FP FN Sens Esp Acc
9454 9173 1678 1389 87.19% 84.54% 85.86%

Tabela 4.4 Performance da drvore de decisdao no conjunto teste.

O valor da sensibilidade apresentado na Tabela 4.4 significa que 87.19% dos 6bitos foram corre-
tamente classificados como 6bitos pela drvore de decisdo. Por outro lado, o valor da especificidade
significa que 84.54% dos recuperados foram corretamente classificados como recuperados. Estes
valores revelam que o método tem uma performance equilibrada, com valores semelhantes de sensibil-
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idade e especificidade. O valor da acurécia significa que em 85.86% das vezes a drvore efetua uma
classificacdo correta.

Tirando partido da interpretabilidade da arvore de decisdo, é possivel estabelecer relacdes po-
tencialmente relevantes para a compreensao da evolucdo da covid-19. Da andlise da Figura 4.4
concluimos que:

* A doenga é potencialmente fatal quando a idade do paciente é superior a 65 anos.

* Quando o paciente desenvolve pneumonia e necessita de ventilacio mecanica, a doenca é
potencialmente fatal para qualquer idade.

» Com idade superior a 53 anos ou 40 anos e sistema de satide publico, a doenga € potencialmente
fatal quando o paciente desenvolve pneumonia.

» Com idade inferior a 55 anos a doenca € potencialmente fatal caso o paciente seja diabético e
doente renal crénico (DRC) ou caso necessite de ventilacdo e possua sistema de satude publico.

Em relacdo ao risco acrescido para pacientes com mais de 65 anos, € interessante referir que de
acordo com dados da agéncia Centros de Controle e Prevencdo de Doencas dos Estados Unidos da
América, o risco de 6bito por covid-19 é pelo menos 10 vezes superior para pacientes com mais de 65
anos quando comparado com pacientes de qualquer outra faixa etdria [29]. A nossa conclusao de que
a diabetes e a doenca renal crénica sdo um fator de risco acrescido estd igualmente de acordo com
alguns estudos publicados na literatura. Em [25], os autores concluem que o risco de 6bito aumenta
cerca de 8 vezes quando comparamos pacientes sauddveis com menos de 60 anos com pacientes
possuidores de doenca renal crénica ou diabetes.

De modo a avaliar o método floresta aleatdria, seguimos a metodologia treino-validacdo-teste
utilizada anteriormente e efetuamos uma otimizacao Bayesiana sobre os hiperpardmetros: ndmero
maximo de nds, nimero de drvores de decisdo e nimero de atributos a selecionar de modo aleatério
em cada n6 da drvore. A combinagdo 6tima foi obtida com 147 nés, 10 arvores e 5 atributos. A
performance da floresta aleatéria no conjunto teste é apresentada na Tabela 4.5. Comparando os

VP VN FP FN Sens Esp Acc
9454 9173 1678 1389 88.87% 84.25% 86.56%

Tabela 4.5 Performance da floresta aleatéria no conjunto teste.

resultados da Tabela 4.5 com os resultados da Tabela 4.4 para a drvore de decis@o, verificamos
que existe uma ligeira melhoria na acurdcia, de 85.86% para 86.56%, traduzindo a melhoria na
sensibilidade de 87.17% para 88.87%, e o valor idéntico de especificidade, 84.54% contra 84.25%.
De acordo com a discussio tedrica anterior, uma possivel explicacdo para o facto da floresta aleatdria
apresentar uma apenas uma ligeira melhoria em relacio a drvore de decisao pode estar relacionada com
a auséncia de um overfitting significativo pela drvore de decisdo, tal como ilustrado na Figura 2.3. Estes
resultados sugerem que seria necessario considerar atributos adicionais para melhor a performance
destes métodos.
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Medida de Importancia

Figura 4.5. Medida de importincia dos atributos utilizados na construcdo da floresta aleatdria.

Finalmente, tal como ilustrado na Figura 4.5., a andlise da floresta aleatdria revela que os atributos
mais significativos sdo pneumonia, idade e ventilador. Com uma importancia significativamente
inferior, surgem os atributos diabetes, hipertensio e doenca real crénica. Esta hierarquia é semelhante
a obtida através da andlise da arvore de decisdo na Figura 4.4.






Capitulo 5

Conclusao

Esta tese de mestrado € dedicada aos métodos de classificagdo supervisionada denominados por
arvores de decisdo e floresta aleatdria. Iniciamos a tese com uma introdugao tedérica do problema
de classificacdo, definindo nog¢des essenciais como o erro de generalizacdo e o modelo 6timo de
Bayes. O capitulo seguinte é dedicado ao método arvores de decisdo, apresentamos o algoritmo
CART para a indugdo de 4rvores de decisao e descrevemos e fundamentamos do ponto de vista tedrico
as suas componentes cruciais, como a medida de impureza e as propriedades de consisténcia. O
capitulo seguinte é dedicado ao método floresta aleatéria, uma técnica ensemble que consiste no
agrupamento de diversas drvores de decisdo aleatdrias. Analisamos o comportamento deste método
recorrendo a decomposi¢do viés-variancia do erro de generalizacdo e apresentamos alguns resultados
de consisténcia.

Ilustramos o funcionamento das arvores de decisdo com recurso a um dataset ptblico de pacientes
covid-19. Além da boa performance, com valores de acuricia, sensibilidade e especificidade superiores
a 85% num conjunto teste com mais de 20.000 pacientes, a excelente interpretabilidade do método
permitiu identificar alguns fatores de risco para 6bito em pacientes covid-19. No mesmo dataset, a
floresta aleatdria apresenta uma performance ligeiramente superior ao método arvores de decisao.

Dos vérios tépicos que foram ignorados, destacamos os problemas de classificacdo multi-classe e
os problemas nio balanceados. Estes problemas, comuns em aplicagdes praticas, sdo desafiantes para
os métodos de classificagdo. A abordagem do problema de regressdo seria igualmente interessante.
Apesar de possuir uma fundamentacio tedrica distinta, a formulacido do problema de regressdo é

idéntica ao problema de classificagdo no contexto de drvores de decisdo e florestas aleatérias.
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