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Abstract

Nowadays, with the presence of Industry 4.0 and Big Data, one of the great interests of
companies, data scientists and others, is to explore the large volume of data that is acquired and
stored by the industry. The industrial processes include several physical sensors whose function
is to record process variables (temperatures, pressures, conductivities, opening or closing of
valves, etc.) in order to monitor and control the various stages of the process, however some
variables cannot be determined without resorting to laboratory analysis. In this way, costs are
incurred for companies, the measures are sometimes impracticable, and information on the state
of the system can be lost in real time, which consequently can lead to the degradation of the
final product.

Here comes a solution that is increasingly gaining space in the industrial world and that,
through its results, demonstrates that it is the present and the future when it comes to predicting
variables. We are talking about the soft sensor, a tool that is developed with software capable of
estimating the process quality variable (output variable - target) through a model learned based
on historical data. This data is normally provided or accessed from the process or laboratory
database. When working with industrial data, we must bear in mind that the data is not always
ready to be used directly in the predictive model, there is a whole set of tasks to implement,
such as creating a database that stores the company’s necessary data, the cleaning of the data
itself (missing or faulty data, outliers, noise), input variable selection and model selection.

There are several predictive models in the literature, in order to deal with this diversity,
we focused on three of them: variable selection methods, penalized regression methods and
support vector machines. To be able to study these mentioned regression models and build a
comparative procedure between them, a comparative methodology was developed in which all
models are tested with the same set of data so that they start from the same level of equality.
This methodology is a cross-validation that estimates the parameters and hyper-parameters of
each model and evaluates the predictive capacity of each one.

In general terms, the analysis performed with datasets available in public repositories de-
monstrate that the support vector regression methods presented the best results, however the
performance obtained by most of the regression models studied was interesting. Thus, we can
conclude that they can in fact be important tools in supporting operational processes, making



the path more practical and the final product more efficient.
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Resumo

Nos dias de hoje, com a presença da Indústria 4.0 e de Big Data, um dos grandes interesses
das empresas, dos cientistas de dados e não śo, passa por explorar o grande volume de dados
que s̃ao adquiridos e armazenados pela indústria. Os processos industriais incluem vários sen-
sores f́ısicos que t̂em como funç̃ao registar as variáveis processuais (temperaturas, pressões,
condutividades, abertura ou fecho de válvulas, etc.) para se poder monitorizar e controlar as
várias fases do processo, no entanto, algumas variáveis ñao se conseguem determinar sem se
recorrer a ańalises laboratoriais. Por esta via, acarretam-se custosàs empresas, as medidas por
vezes s̃ao impratićaveis, podendo ocorrer perda de informação do estado do sistema em tempo
real, o que consequentemente pode levarà degradaç̃ao do produto final.

Aqui entra uma soluç̃ao que cada vez mais está a ganhar o seu espaço no mundo industrial
e que demonstra, pelos seus resultados, ser o presente e o futuro no que tocaà previs̃ao de
variáveis. Falamos do sensor virtual, uma ferramenta queé desenvolvida com software capaz
de estimar a variável de qualidade do processo (variável de sáıda - target) atrav́es de um modelo
aprendido com base em dados históricos. Estes dados são normalmente fornecidos ou acedidos
à base de dados do processo ou do laboratório. Quando trabalhamos com dados industriais
temos de ter em conta que nem sempre os dados estão prontos a serem utilizados diretamente
no modelo preditivo, h́a todo um conjunto de tarefas para implementar, como a criação de uma
base de dados que armazene os dados necessários da empresa, a própria limpeza dos dados
(dados em falta ou falha, outliers, ruı́do, etc.), a seleç̃ao de varíaveis de entrada e a seleção do
modelo preditivo.

Existem diversas categorias de métodos preditivos na literatura, de forma a lidar com essa
diversidade focou-se em três delas: ḿetodos de seleção de varíaveis, ḿetodos de regularização
e métodos de regressão por vetores de suporte. Para que fosse possı́vel estudar estas categorias
referidas e construir um procedimento comparativo entre elas, desenvolveu-se uma metodologia
comparativa na qual todos os métodos s̃ao testados com o mesmo conjunto de dados para que
partissem do mesmo pé de igualdade. Esta metodologiaé uma validaç̃ao-cruzada que estima os
hiper-par̂ametros de cada modelo de regressão e avalia a capacidade preditiva de cada um.

Em termos gerais, a análise feita com os conjuntos de dados disponı́veis em reposit́orios
públicos demonstram que os modelos de regressão por vetores de suporte apresentaram os me-



lhores resultados, no entanto o desempenho obtido pela maioria dos modelos estudados foi in-
teressante. Assim, podemos concluir que podem ser de facto ferramentas importantes no apoio
a processos operacionais, tornando o caminho mais prático e o produto final mais eficiente.

Palavras Chave

Sensores Virtuais; Modelos Preditivos; Inteligência Computacional; Previsão; Regress̃ao
Linear e Regressão Ñao Linear.
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1.1 Motivação e contexto . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 2

1.2 Objetivos e Contribuições . . . . . . . . . . . . . . . . . . . . . . . . . . . 4

1.3 Estrutura do documento . . . . . . . . . . . . . . . . . . . . . . . . . . . 5

1



1. Introdução

Este caṕ�tulo apresenta a motivação e contexto, objetivos e as principais contribuições da

presente dissertação.

1.1 Motivação e contexto
De forma geral, os processos industriais encontram-se equipados com uma variedade de

sensores, projetados para, de forma online, fazer supervisão, monitorizaç̃ao e controlo, medindo

uma grande quantidade de variáveis diferentes (e.g. temperatura, �uxo, aberturas de válvulas)

dispoń�veis em tempo real a uma frequência constante, com o objetivo �nal de produção de obter

um produto com a qualidade desejada. Algumas variáveis s̃ao cŕ�ticas para o funcionamento

do processo (variáveis de qualidade) mas nem sempre são medidas em tempo real devido�a

falta ou elevado preço de obtenção de sensores, levando�a perda de informação do estado do

sistema em tempo real. Outras vezes as variáveis śo s̃ao mensuŕaveis por ańalises de laboratório

pouco frequentes e envolvendo atrasos entre a colheita de amostra e a obtenção de resultado de

mediç̃ao por laborat́orio. Para ultrapassar este problema, por vezes, a obtenção dessas variáveis

é feita com recurso a análises laboratoriais, no entanto a frequência de mediç̃ao irregular e os

atrasos temporais substanciais, podem levar�a degradaç̃ao da qualidade do produto �nal [5].

Para responder a estas limitações, os Sensores Virtuais ou Soft Sensor (SS), têm ganho

popularidade no ambiente industrial. Estes sensores são modelos inferenciais baseados em in-

teligência computacional, que fazem uso de variáveis do processo (dispon�́veis atrav́es de sen-

sores), conhecidas como variáveis “f́aceis de medir” (variáveis obtidas por sensores presentes

no processo com alta frequência de aquisiç̃ao, ex. 1ms a 5s), para estimar variáveis de qualidade

“dif �́ceis de medir” (ex. variáveis obtidas por laboratório com baixa freqûencia de aquisiç̃ao, ex.

1 a 24 horas) [5]. T̂em sido ferramentas importantes na estimação das varíaveis cŕ�ticas do pro-

cesso com uma maior frequência, na deteç̃ao de falhas de sensores, nos sistemas de medição

back-up, na ańalise what-if, levando a um eventual aumento signi�cativo da qualidade do pro-

duto �nal e �a reduç̃ao dos custos envolvidos na sua criação [6].

Os SSs fornecem um conjunto de vantagens para as aplicações industriais, entre as quais

destacam-se (I) são uma alternativa de baixo custo comparada aos sensores de hardware que

as ind́ustrias cont̂em, (II) operam em paralelo com esses sensores, o queé uma mais valia

para o processo de monitorização e controlo da ind́ustria, e (III) permitem estimar variáveis de

qualidade em tempo real, aumentando a qualidade do processo e, consequentemente, o produto

�nal.

Estes sensores, como foi referido anteriormente, têm como base inteliĝencia computacional

ou, tamb́em conhecida, aprendizagem de máquina (Machine Learning - ML). Cada vez mais

a ML é popularizada no ambiente industrial muito graças�a disponibilizaç̃ao dos dados e aos

bons resultados que têm apresentado ao longo dosúltimos tempos. Deep learninǵe um tipo

de ML, que pode ser referido a arquiteturas de redes neuronais convencionais que são extrema-
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1.1 Motivação e contexto

mente complexas. Os seus algoritmos simulam a capacidade de aprendizagem de um cérebro

humano. Um conjunto de dadosé submetido a diversas camadas de processamento não lineares

(layers), na qual a rede neuronal arti�cial aprende, com elevados n�́veis de precis̃ao, conforme

cheguem novas informações. Um dos principais fatores de sucesso da DL está relacionado com

a quantidade de dados que se tem dispon�́vel para executar a sua aprendizagem, já que se obtém

melhores resultados quanto maior for o conjunto de dados [7]. Como se pode ver na �gura

1.1, a quantidade de dados dispon�́veis é um par̂ametro que faz variar o desempenho de um

modelo, seja ele de ML ou DL. Repare-se que entre os três tipos de algoritmos apresentados,

os modelos tradicionais de ML são os que melhoram de imediato o seu desempenho preditivo

quando os dados são adicionados, no entanto há medida que o conjunto de dados de treino

vai sendo maior, a curva de aprendizagem vai �cando estagnada, concluindo que, para grandes

quantidades de dados o modelo não tem como melhorar mais o seu desempenho. Para a mesma

tarefa de aprendizagem, mas usando uma rede neuronal simples, ou seja, com poucas camadas

de processamento, atinge-se um melhor desempenho de previsão. Utilizando uma rede neuro-

nal complexa será percet́�vel que teŕa um maior desempenho preditivo do que as outras duas

abordagens, após uma quantidade considerada de dados de treino. Resumindo, os modelos de

deep learning tendem a aumentar o seu desempenho quando se aumenta a quantidade de dados

de treino.

Figura 1.1: Desempenho preditivo do modelo vs Quantidade de dados [1]

Tendo em conta que o conjunto de dados, no contexto dos SSs,é frequentemente reduzido

(desde de amostras de 2 em 2 horas a uma amostra por dia) as técnicas de DL s̃ao pouco atrativas

e o foco ainda se mantém nas t́ecnicas de regressão tradicionais de ML.
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1.2 Objetivos e Contribuições
Esta dissertaç̃ao tem como principal objetivo implementar e comparar técnicas de ML no

contexto de modelagem de um sensor virtual. Os objetivos espec�́�cos são:

• Pesquisa e conhecimento prévio das t́ecnicas de regressão;

• Implementar, testar e comparar algoritmos de aprendizagem supervisionada capazes de

realizar regress̃ao sobre um conjunto de dados de treino de tamanho reduzido:

- A abordagem cĺassica, regressão linear ḿultipla (MLR);

- Stepwise Regression (SR), inserida na categoria de seleção de varíaveis;

- Métodos de regressão penalizados que se inclui:

Ridge Regression (RR);

Least Absolute Shrinkage and Selection Operator (LASSO);

Elastic Net (EN);

Support Vector Regression (SVR).

• Desenvolver um ambiente comparativo para selecionar os parâmetros e hiper-parâmetros

e avaliar o desempenho de cada um dos modelos de regressão em estudo;

• Aplicar os modelos implementados em vários conjunto de dados.

A dissertaç̃ao foi desenvolvida no ambiente de programação Python, no qual inclu�́mos

algumas toolboxs, por exemplo, pandas, numpy, scikit-learn, entre outras.

As principais contribuiç̃oes da dissertação s̃ao: a criaç̃ao de um ambiente de análise de dados

industriais que se incluem 4 estágios: recolha de dados, tratamento de dados, pré-processamento

de dados e modelação de dados. As 3 primeiras fases são de facto muito importantes já que

são responśaveis por gerar dados apropriados/adequados que serão usados na modelação, parte

�nal e fulcral do processo. Foram estudados e testados, de maneira a se analisar e validar a

sua relev̂ancia, modelos de regressão de aprendizagem supervisionada em conjunto de dados

em contexto de sensores virtuais. Por �m, desenvolveu-se um ambiente de comparação o qual

tem como objetivo analisar e comparar modelos de diferentes categorias preditivas (modelo

tradicional de regressão, modelo de seleção de varíaveis e modelos de regressão de penalizaç̃ao).
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1.3 Estrutura do documento
Depois do caṕ�tulo introdut́orio, a revis̃ao do estado da arte relativamente a questões como,

aplicaç̃oes industriais, modelos de regressão e metodologias para o desenvolvimento de um

sensor virtual, pode ser encontrado noCaṕ�tulo 2.

No Caṕ�tulo 3 descreve todos os modelos de regressão usados em cada um dos conjuntos

de dados, bem como a sua implementação. É ainda descrito o ambiente de computação para

estimaç̃ao dos hiper-parâmetros e comparação dos diferentes modelos.

O Caṕ�tulo 4 descreve os conjuntos de dados usados para testar os modelos de regressão.

São apresentados e discutidos os resultados obtidos para cada um dos modelos, em cada um dos

conjuntos de dados;

Para �nalizar, noCaṕ�tulo 5 são apresentadas as conclusões acerca do trabalho desenvol-

vido, assim como poss�́veis trabalhos futuros.

Este documento inclui também 1 anexo nas páginas �nais:

• Anexo A - Gŕa�cos dos resultados dos modelos de regressão.
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2. Visão Geral dos Sensores Virtuais

Neste caṕ�tulo apresenta-se a visão geral de sensores virtuais.É apresentada uma análise de

todas as fases de desenvolvimento de um sensor virtual, identi�cam-se vários ḿetodos compu-

tacionais utilizados em cada uma delas, e exemplos práticos, presentes no estado da arte.

2.1 Sensores Virtuais em Processos Industriais
Num ambiente industrial um dos maiores objetivos passa por procurar constantemente me-

lhores soluç̃oes para que o processo industrial até chegar ao produto �nal seja o mais sustentável

e apresente os melhores resultados poss�́veis. O processo industrial está equipado com ińumeros

sensores com o intuito de transmitir informação para a secção de monitorizaç̃ao e controlo do

processo. Estes sensores f�́sicos fazem a leitura em tempo real de variáveis processuais (tem-

peratura, pressão, pH, condutividade, etc). Uma das limitações da monitorizaç̃ao do processo

industrial, no que toca ao controlo dos processos industriais, surge quando se pretende fazer uma

leitura em tempo real e automática de varíaveis cŕ�ticas do processo, variáveis que s̃ao relevan-

tes e importantes mas que são medidas por vezes em laboratório, havendo atrasos signi�cativos

e posś�vel perda de informaç̃ao do estado do sistema.

Com os avanços da tecnologia e localizando-nos na era da Indústria 4.0 [8], os proces-

sos industriais s̃ao cada vez mais complexos e há maiores quantidades de dados para se lidar.

Tendo em conta este enquadramento, ao longo dasúltimas d́ecadas v́arios investigadores têm

desenvolvido modelos que se baseiam nos dados históricos do processo. Estes modelos são co-

nhecidos como modelos inferenciais ou sensores virtuais, capazes de prever as variáveis cŕ�ticas

(ex. varíaveis laboratoriais) do processo a partir das variáveis processuais (ex. sensores, atu-

adores, entre outros). A presença destes sensores nas indústrias petroqú�micas e qú�micas,

farmaĉeuticas, aço, papel e celuloseé cada vez mais acentuada [2, 9–12]. Por exemplo, na

indústria de pasta e papel, existe a variável car̂encia qú�mica de oxiǵenio (CQO) quée cŕ�tica ao

processo, j́a que tem in�ûencia direta na qualidade da pasta obtida, e estaé medida por ańalises

laboratoriais, em alguns casos, três vezes por semana. Esta medida leva a atrasos temporais e

pode resultar numa latência incomport́avel para sistemas de controlo automático.

Embora em alguns aspetos [2] e [9] possam não ir ao encontro�a mesma �loso�a, ambos os

autores partilham a mesma comunalidade no que toca�as fases de desenvolvimento de um sensor

virtual. Começam com a recolha de dados e aprendizagem do processo, de seguida analisam os

dados recolhidos, partem para a estimação do modelo e, poŕultimo, validam o modelo obtido.

2.1.1 Tipo de Aplicaç̃oes de Sensores Virtuais
Os sensores virtuais têm uma vasta gama de aplicações, o que permite que sejam utilizados

em diferenteśareas industriais (por exemplo na indústria qú�mica e petroqú�mica, pasta e papel,

re�narias, etc). A sua implementação pode resolver problemas de [13]:

• Predição de variáveis em tempo real que ñao s̃ao medidas por sensores f�́sicos- na
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2.2 Fases de Desenvolvimento de um Sensor Virtual

maioria dos processos industriais existem variáveis de qualidade que são essenciais para

garantir a qualidade da produção. Ceńarios com limitaç̃oes t́ecnicas ou ecońomicas, invi-

abilizam a mediç̃aoonlinedessas variáveis;

• Deteç̃ao e diagńostico de falhas no processo- a equipa de supervisão é responśavel

por monitorizar o processo ao longo do tempo. A deteção e diagńostico de falhas s̃ao

algumas das suas funções. Com a incorporação de um SS no sistema, pode-se monitorizar

o estado do processo, e em caso de desvio das condições normais, pode-se identi�car a

causa [14,15];

• Custos associados�a monitorização do processo- variáveis de qualidade que não po-

dem ser medidas em tempo real devido�a falta de sensores ou devido ao elevado valor do

sensor, s̃ao muitas vezes medidas em laboratório. A utilizaç̃ao de sensores virtuais moni-

torizam essas variáveis, podendo representar uma redução de custos para a indústria.

2.2 Fases de Desenvolvimento de um Sensor Virtual
Na �gura 2.1 est̃ao ilustradas as tarefas principais no processo de desenvolvimento de um

sensor virtual. A primeira tarefa, apresentada na subsecção 2.2.1,é a aquisiç̃ao de dados

que envolve a recolha de dados e, posteriormente, a sua análise. A etapa seguintée discu-

tida na subsecção 2.2.2, o pŕe-processamento de dados. De seguida, nas subsecções 2.2.4 e

2.2.5, apresentam-se as tarefas de seleção e treino do modelo de regressão, seguindo-se a sua

validaç̃ao. Aúltima subsecç̃ao 2.2.6,́e a manutenç̃ao do modelo desenvolvido.

Figura 2.1: Fases de Desenvolvimento de um SS [2]

2.2.1 Recolha e Ańalise de Dados
Normalmente, as ind́ustrias guardam os dados obtidos a partir dos seus processos, para

depois procederem�a ańalise e otimizaç̃ao dos seus componentes.

Na recolha de dados, há um fator importante a ter em consideração, a seleç̃ao da freqûencia

de amostragem. O objetivo passa por transportar a informação dos dados do processo para um
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