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Resumo

Um dos grandes desafios para a realizagcdo de experiéncias de rastreio virtual
aplicando técnicas de acoplamento molecular esta em encontrar ferramentas capazes de
prever boas poses de compostos no local activo de uma proteina e de as pontuar
correctamente, de uma forma répida e com um baixo custo. Neste trabalho foram
testadas diferentes estratégias para obter uma melhor discriminacdo entre compostos
activos e inactivos em experiéncias de rastreio virtual baseadas em técnicas de
acoplamento molecular utilizando a COX-1 (ciclooxigenase-1) como caso de estudo. A
COX-1 foi escolhida como caso de estudo porque a sua actividade pode ser afectada por
diferentes farmacos sem que estes tenham sido desenvolvidos para esse propdsito,
sendo por isso importante desenvolver estratégias para a identificacdo desses farmacos.

O acoplamento molecular dos compostos no pacote da DUD (A Database of
Useful Decoys) para a COX-1 foi realizado com o objectivo de se validar a capacidade
do programa AutoDock Vina de prever e pontuar resultados de acoplamento molecular
utilizando a COX-1. Adicionalmente, os resultados do acoplamento molecular foram
analisados para obter os valores dos parametros constituintes da funcao de pontuacéo do
programa. Estes foram utilizados para gerar classificadores através da utilizacdo do
SVM-light, um programa que implementa um algoritmo de Maqguinas de Vectores de
Suporte (SVM). A avaliacdo do desempenho da fungdo de pontuacdo do AutoDock
Vina e dos classificadores obtidos com o SVM-light foi realizada para dois conjuntos de
“melhores” poses seleccionadas com base: (i) na ordenacdo dada pela fungdo de
pontuacdo do AutoDock Vina, e (ii) nos resultados de andlise de grupos (clustering),
aplicando uma analise de curvas ROC, das areas abaixo das curvas ROC (AUC) e de
curvas de enriquecimento e factores de enriquecimento.

Os resultados obtidos mostram que a utilizacdo de SVM para o desenvolvimento
de classificadores a partir dos parametros constituintes da funcdo de pontuacdo do
AutoDock Vina apresenta melhorias significativas na discriminagdo de compostos
activos e inactivos. Adicionalmente, os resultados demonstram que a utilizacdo de
novas estratégias como a utilizacdo de uma andlise de grupos para seleccionar as
“melhores” poses pode melhorar significativamente os resultados do acoplamento

molecular.
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Abstract

One of the challenges to perform virtual screening when using docking is
finding tools capable of predicting good poses of compounds in the active site of a
protein and scoring them correctly, in a fast and cheap way. In this work, different
strategies were tested to obtain a better discrimination between active and inactive
compounds in virtual screening based on docking techniques using COX-1
(cyclooxygenase-1). COX-1 was chosen as a case study because its activity can be
affected by different pharmaceutical drugs, even if these drugs have not been developed
for that purpose, and therefore it is important to develop new strategies to identify such
active compounds.

All active and inactive compounds for COX-1 were obtained from DUD (A
Database of Useful Decoys) and docked to COX-1 with the aim of validating the ability
of the AutoDock Vina program to predict and score the results. Additionally all the
docking results were analyzed to obtain the values of Vilna’s scoring function
parameters. These parameters were then used to train classification models with SVM-
light, a program that implements an algorithm of support vector machines (SVM). The
performance of the AutoDock Vina scoring function and the classification models
obtained from the SVM-light were evaluated on two sets of “best” poses selected based
on (i) the order given by the AutoDock Vina scoring function, and (ii) the results of
clustering analyze of the poses, and then applying analysis of ROC curves, area under
the curve ROC (AUC), enrichment curves and enrichment factors.

The results show that the use of SVM to development models of classification
using the constituent parameters of the AutoDock Vina Scoring function shows
significant improvement in discrimination of active and inactive compounds. Also, the
results show that the use of others strategies like the clustering analyze of the poses to
select the “best” pose besides the one given from the scoring functions of the docking

programs can significantly improve the results of the docking.



Capitulo 1 Introducéo




Introducéo

1 — Objectivos

Um dos desafios para a realizagdo de experiéncias de rastreio virtual aplicando
técnicas de acoplamento molecular esta em encontrar ferramentas capazes de prever
boas poses de compostos no local activo de uma proteina e de as pontuar correctamente,
de uma forma rapida e com um baixo custo.

Com a realizagdo deste trabalho pretendeu-se explorar solugdes para a resolugéo
destes problemas. Primeiro, validar a capacidade do programa AutoDock Vina — um
programa de livre acesso - de prever e pontuar resultados de acoplamento molecular
utilizando a COX-1, uma enzima com importantes funcbes na sintese de
prostaglandinas, como caso de estudo. Segundo, desenvolver e testar diferentes
estratégias para a construcdo de modelos de classificacdo utilizando os parametros
constituintes da funcdo de pontuacdo do AutoDock Vina, que permitam uma
discriminacdo efectiva entre poses de compostos activos e inactivos, apds o

acoplamento molecular realizado pelo AutoDock Vina.
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2 — Rastreio Virtual

Rastreio virtual (no inglés, Virtual Screening) é um termo criado nos finais dos
anos 90 e aplicado ao conjunto de métodos computacionais utilizados na triagem de
grandes bibliotecas virtuais de compostos quimicos (Walters et al., 1998). O rastreio
virtual é utilizado na descoberta de novos farmacos e tem como objectivo encontrar em
bibliotecas de compostos quimicos, que actualmente contém informacao de milhdes de
compostos, aqueles que melhor possam interagir com determinada molécula alvo
(Lazarova, 2008). A utilizacdo deste tipo de metodologias computacionais permite
reduzir custos, desperdicio de material e tempo despendido no estudo e analise dos
compostos por técnicas experimentais (Delaglio, 2001). A triagem dos compostos pode
ser feita de diversas formas, dependendo do método de rastreio virtual utilizado.

Embora varias das tecnologias relacionadas com o rastreio virtual sé tenham
surgido por volta de 1997 (Oprea et al., 2004), estas tém sofrido uma evolugédo
constante e todos os anos surgem novos desenvolvimentos e programas (comerciais e de
codigo aberto). As técnicas de rastreio virtual dividem-se em duas categorias principais
dependendo da abordagem utilizada, podendo ser baseadas no ligando ou no receptor,
sendo neste caso também por vezes designadas por baseadas na estrutura (Jackson,
1995; Ripphausen et al., 2010; Sousa et al., 2010).

As técnicas de rastreio baseadas no ligando utilizam informacdo acerca de
compostos que apresentam actividade com uma molécula alvo determinada
experimentalmente e procuram em bases de dados compostos com caracteristicas fisico-
quimicas e/ou estruturais semelhantes (Barril et al., 2004; Pérez-Nueno et al,. 2008).
Estas técnicas baseiam-se no pressuposto de que compostos com caracteristicas
semelhantes apresentam actividades semelhantes.

Por sua vez, as técnicas de rastreio virtual baseadas no receptor (ou estrutura)
envolvem a utilizacdo da estrutura tridimensional (3D) da molécula alvo (receptor),
normalmente obtida por ressonancia magnética nuclear ou por cristalografia de raios-X
(Oprea et al., 2004), e permitem estudar o local activo da molécula alvo e as interac¢des
estabelecidas com compostos que apresentem afinidade para esse local. Assim, o
objectivo € procurar nas bases de dados compostos que possam potencialmente
apresentar afinidade para o local activo da molécula de interesse (Andricopulo et al.,
2009).
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As duas metodologias acima descritas englobam varias técnicas. No grupo de
técnicas de rastreio virtual baseadas no ligando encontram-se as técnicas de similaridade
2D (Duan et al., 2010), de similaridade 3D (Jenkins et al., 2004) e a técnica de modelos
de farmacoforos baseados em ligandos (Yang, 2010; Sun, 2008). Entre as técnicas de
rastreio virtual baseadas no receptor encontram-se a técnica de modelos de farmacoforo
baseados no receptor (Yang, 2010; Sun, 2008) e a técnica de acoplamento molecular (no
inglés, Molecular Docking) (Reddy et al., 2007; Yuriev et al., 2009).

De um modo geral, as técnicas de rastreio virtual baseadas no receptor envolvem
quatro passos:

1. Identificacdo da molécula alvo (receptor) e do seu local activo;

2. Identificacdo de um conjunto de potenciais compostos, que liguem ao
local activo da molécula alvo que sirvam como modelo;

3. ldentificacdo das estruturas receptor-ligando que apresentem modos de
ligagdo com valores de energia mais baixos;

4. Repeticdo dos passos 2 e 3 para obter as caracteristicas que melhor
determinam a interaccdo receptor-ligando com o intuito de rastrear bases
de dados de compostos e obter os que apresentam caracteristicas mais

semelhantes (Lazarova, 2008).

3 - Acoplamento Molecular

3.1 — Fundamentos do Acoplamento Molecular

O acoplamento molecular ¢ uma técnica computacional que procura prever a
melhor conformacdo de um ligando e a sua orientacdo no local activo da molécula alvo
em estudo (Kitchen et al., 2004; Yuriev et al., 2009). A técnica de acoplamento
molecular permite estudar varios tipos de interaccdes moleculares tais como proteina-
ligando, proteina-proteina e de proteinas com outras biomoléculas como o DNA e RNA
(Lengauer et al., 1996). Esta técnica divide-se em dois passos principais. No primeiro
passo, chamado de acoplamento ou posicionamento, o algoritmo tenta encontrar quais
as melhores conformacdes e orientacdes do(s) ligando(s) no local activo da molécula
alvo recorrendo para tal a uma busca conformacional extensa do(s) ligando(s) e

eventualmente do local activo. A cada um dos modos de ligagdo obtidos neste primeiro

4
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passo designa-se por pose. No segundo passo, 0 objectivo é seleccionar as melhores
poses obtidas. Para tal, as poses sdo ordenadas numa relagéo de ordem-afinidade, com
base numa fungdo de pontuacdo que avalia a afinidade dos compostos para o local de
ligacdo da molécula alvo (Coupez et al., 2006; Onodera et al, 2007; Huang et al., 2010).
Dependendo da funcdo de pontuacdo utilizada podem ser considerados apenas
parametros do ligando tais como a conformacéo, orientacdo e hidrofobicidade, e/ou
pardmetros relativos a interacgdo entre o ligando e o local activo como por exemplo
ligacGes de hidrogénio e forcas de Van der Waals (Stahl et al., 2001).

Em suma, quando a técnica de acoplamento molecular é aplicada pretendem-se
alcangar dois objectivos distintos: primeiro, prever a melhor orientagdo estrutural do
ligando relativamente ao receptor, e segundo, obter uma correcta previsao e pontuacéo
da afinidade de ligacdo (Kitchenet al., 2004).

3.2 — Vantagens e desvantagens da técnica de Acoplamento Molecular

Algumas das vantagens da técnica de acoplamento molecular relativamente as
outras técnicas sdo (i) a capacidade de incorporar a flexibilidade dos ligandos no
acoplamento; (ii) envolver processos fisicos proximos do processo de ligacdo receptor-
ligando, permitindo rastrear compostos de uma maneira menos tendenciosa; (iii)
possibilitar o estudo de compostos para 0s quais ndo exista qualquer informacao
experimental; e (iv) fornecer previsdes geométricas dos ligandos no local activo em
estudo, permitindo optimizar compostos capazes de interagir com esse local activo sem
criar modelos com base na expectativa das caracteristicas que os ligandos possam ou
ndo ter (Doman et al., 2002; Pérez-Nueno et al., 2007; Sousa et al., 2010).

No entanto, a utilizacdo da técnica de acoplamento molecular para rastreio
virtual apresenta também algumas limitacdes associadas tanto ao passo de acoplamento
como ao passo de ordenacdo das poses obtidas para cada composto. Relativamente ao
passo de acoplamento destacamos duas limitacBes importantes. A primeira esta
associada a necessidade de existir uma estrutura 3D determinada experimentalmente, de
preferéncia com boa qualidade, da molécula alvo o que nem sempre acontece. A
segunda limitacdo esta relacionada com a inclusdo do factor de flexibilidade da estrutura
da molécula alvo e dos ligandos nas simulacdes de acoplamento molecular. Hoje em
dia, e com o avan¢o da computacdo, muitos programas ja tém em consideragdo a

flexibilidade da estrutura do ligando mas na sua esmagadora maioria continuam a
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considerar a molécula alvo como uma estrutura rigida (Taylor et al., 2002; Halperin et
al., 2002). O ideal seria considerar flexivel tanto a estrutura da molécula alvo como a
do(s) ligando(s), uma vez que é aceite que a interaccdo molécula alvo-ligando é
dindmica. No entanto, entrar em consideracdo com a flexibilidade da estrutura da
molécula alvo aumenta muito o0 espaco de pesquisa, 0O que aumenta 0 tempo e 0s
recursos computacionais necessarios para a realizagdo do rastreio virtual (Coupezet al.,
2006; Yurievet al., 2009).

Embora existam algumas dificuldades em obter previsdes de boas poses de
compostos, actualmente é nas funcGes de pontuacdo que se encontra a verdadeira
limitacdo dos programas de acoplamento molecular (Stahl et al., 2001; Lill et al., 2011).
Idealmente, as funcOes de pontuagdo deveriam permitir pontuar e discriminar com
precisdo as melhores poses de cada composto, a0 mesmo tempo permitindo distinguir os
compostos que verdadeiramente ligam dos que ndo ligam ao local activo da molécula
alvo (Kitchen et al., 2004; Coupez et al., 2006; Jain et al., 2006; Huang et al., 2010).
No entanto, e apesar dos requisitos que as funcdes de pontuacdo devem cumprir estarem
bem definidos, ainda ndo foi possivel definir uma funcéo de pontuacdo que os satisfaca
na totalidade. Na maioria dos casos, as fungdes de pontuacdo cumprem apenas alguns
desses requisitos. Uma das razfes para que tal ocorra, esta associado ao facto das
funcbes de pontuacdo assumirem que a afinidade da ligagcdo entre um composto e uma
molécula alvo pode ser descrita como a soma de um nudmero limitado de termos
independentes, quando na realidade a ligacdo € influenciada por muitos termos, que por
vezes ndo sdo independentes mas estdo correlacionados entre si. Adicionalmente, a
maioria das funcdes de pontuacdo ndo entra em conta com os efeitos entropicos das
interaccBes, uma vez que considera as estruturas das moléculas alvo como sendo
rigidas, ndo tendo em conta as restantes poses, e ignorando também efeitos especificos
de solvatacdo e desolvatacéo (Schulz-Gasch et al., 2004).

Definir uma fungdo de pontuacdo que considere todos os aspectos que
caracterizam as ligacdes receptor-ligando seria computacionalmente dispendioso tanto
em recursos computacionais como em tempo, o que tornaria a realizacdo do rastreio
virtual inviavel. Na busca de um compromisso, as fun¢des de pontuacéo apresentadas na
literatura tém apenas em conta algumas caracteristicas, aumentando assim a sua rapidez
em detrimento da sua precisdo (Sousa et al., 2010). Dependendo do tipo de
caracteristicas incluidas nas fungdes de pontuacdo, estas sdo designadas por baseadas

em campos de forcas (no inglés, Force-Field Based), e empiricas ou baseadas em
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conhecimento (no inglés, knowledge-based) (Kitchen et al., 2004; Jain 2006; Huang et
al., 2010).

Como os métodos para a definicdo de funcBes de pontuacdo sdo variados e as
funcBes existentes apresentam lacunas, a combinacgéo de varias fungdes de pontuacéo €
uma das estratégias utilizada para pontuar poses dos compostos obtidas por
acoplamento molecular. Uma das finalidades desta estratégia é compensar 0s erros que
cada uma das funcOes apresenta e obter resultados mais precisos obtendo-se assim a
chamada pontuacdo consenso (no inglés, consensus scoring) (Kitchen et al., 2004).
Contudo o potencial deste tipo de pontuacdo consenso é limitado pela eventual
utilizacdo de funcdes com termos parecidos, 0 que podera aumentar o erro em vez de o
diminuir (Coupezet al., 2006).

Recentemente, e tendo em consideracdo todos estes factos, tém-se procurado
formas diferentes de melhorar as funcdes de pontuacdo ou estratégias alternativas que
permitam uma boa discriminagio entre compostos activos e inactivos. E neste contexto
que surgem solucbes como a utilizagdo de Maquinas de Vectores de Suporte (no inglés,
Support Vector Machine - SVM), métodos lineares, andlise de grupos (clustering),
métodos estatisticos de aprendizagem Bayesiana, redes neuronais e arvores de

decisédo (Plewczynski et al., 2005; Melville et al., 2009).

4 — Méquinas de Vectores de Suporte

As Maquinas de Vectores de Suporte (SVM; Cortes et al., 1995) sdo uma das
técnicas de machine learning que tem sido aplicada para a resolucdo de problemas de
reconhecimento de padrdes, classificacdo e regressdo (Burges et al., 1998). No contexto
da Biologia e da Quimica Computacional, tem sido utilizada para resolver problemas de
reconhecimento de padrdes como por exemplo o reconhecimento e analise de genes, a
deteccdo de homologia de proteinas, identificacdo de péptidos através da analise de
dados de espectrometria de massa, identificacdo e previsdo de interaccdes proteina-
proteina, deteccdo da permeabilidade da barreira hemato-encefélica por farmacos, entre
outros (Noble, 1998; Plewczynski et al., 2005). No caso particular do rastreio virtual,
tem sido aplicada para classificacdo e identificacdo de compostos activos e inactivos
(Deng et al., 2004; Ballester et al., 2010).
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As SVM sdo uma técnica de aprendizagem supervisionada em que os algoritmos
computacionais tém a capacidade de generalizar um modelo com base num conjunto de
exemplos. Quando perante um problema de classificacdo, dado um conjunto de
exemplos e a sua classificacdo (X, Y;) esta técnica produz um classificador capaz de
prever qual a classe a que pertencem novos dados. Este processo é conhecido por treino.
O classificador final pode também ser visto como uma funcéo f que recebendo como

argumento um novo dado x fornece uma previséo y (Figura 1).

atributos classe
X [*u X2 - X | N classificador
s (1 3o e el ke S
m |
dados i i ) I ' b
. . . . - SVM
Xn Xn1 Xn2 Xnm Yn

Figura 1 — Modelo de construcédo de um classificador. (Imagem adaptada de Lorena et al.,
2007).

Segundo a aprendizagem estatistica, um conjunto de treino de padrdes sera
linearmente separavel se existir pelo menos um classificador linear definido pelo par
(w,b) que classifique correctamente todos os padrbes de treino. Este classificador é
representado pelo hiperplano H (f(x)=w.x+b=0) e define uma regido para a classe +1
(w.x+b>0) e outra para a classe -1 (w.x+b<0). Idealmente, o hiperplano sera
equidistante das 2 classes (Jorissen et al., 2005; Noble, 2006; Hasegawa et al., 2010).

Existem varias possibilidades de classificadores lineares que podem separar 0s
dados. Contudo, existe apenas um que maximiza as margens, ou seja, a distancia entre o
hiperplano e o ponto mais proximo de cada classe (Figura 2). Este hiperplano é
designado por hiperplano 6ptimo de separacdo. Assim, esta fronteira é tida como a que

apresenta melhor capacidade para classificar correctamente novos exemplos.
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+1 +1 Classe +1

-1 ] with>=0

Classe -1 -1

wxth<0 _1

wx+th=10

Figura 2 — Hiperplano de separacéo das classes -1 e +1.

Apdbs o treino, o classificador sera capaz de prever a classe a que pertencem novos
exemplos, diferentes dos utilizados no treino. A classe de um exemplo xyx sera

determinada pela seguinte equagéo:

+1lsew.x,+b >0
—1sew.x, +b <0

classe (x;) = {

Assim, a classificacdo dos novos dados ird depender apenas do sinal da
expressao w.x+b.

As SVM apresentam baixa sensibilidade ao overfitting (sobre-ajustamento) dos
dados mesmo com a utilizacdo de um grande conjunto de dados redundantes, uma vez
que sdo baseadas no principio de minimizacdo do risco estrutural para diminuir erros
gerais e de treino (Han et al., 2007). Contudo, as SVM tendem a necessitar de uma
grande quantidade de dados de treino para a construcdo de um classificador (Yap et al.,
2005).

5 — Ciclooxigenases: um caso de estudo

A ciclooxigenase é a principal enzima envolvida no processo de sintese de
prostanoides, tais como as prostaglandinas e tromboxanos, a partir de acido
araquidénico, e actua ao nivel do sistema imunitario como resposta a um processo

inflamatdrio (Dannhardt et al., 2001). A ciclooxigenase-1 (COX-1) e a ciclooxigenase-2
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(COX-2) sédo as duas isoformas que se conhecem desta enzima, sendo a COX-1 uma
isoforma constitutiva e a COX-2 uma isoforma induzida predominantemente por uma
resposta inflamatoéria. Estas enzimas apresentam uma identidade de mais de 60% da
sequéncia de aminoacidos (Garavito et al., 2002; Gupta et al., 2004; Carvalho et al.,
2004).

O estudo das ciclooxigenases ganhou particular relevancia quando se descobriu
que sdo o alvo de farmacos anti-inflamatorios ndo esterdides (AINES), e que a sua
inibicdo apresenta promissoras melhorias na prevencdo da doenca de Alzheimer e do
cancro do colo-rectal (Vane et al., 1998; Dannhardt, 2001; Garavito et al., 2002; Gupta
et al., 2004).

A COX-1, caso de estudo no trabalho aqui apresentado, esta presente em quase
todas as células do corpo humano em condicgdes fisioldgicas, principalmente nos vasos
sanguineos, rins, estdmago e plaquetas, encontrando-se envolvida em diversas funcdes
vitais na resposta a inflamacéo, no sistema cardiovascular, na tumorigénese, no sistema
gastrointestinal e no funcionamento renal (Morita, 2002). A inibicdo da actividade da
COX-1 pode causar por isso graves problemas no organismo (Kummer et al., 2002).

Actualmente conhecem-se diversos farmacos capazes de inibir a actividade da
COX-1, mesmo quando ndo tenham sido desenvolvidos com esse objectivo. A aspirina
é um desses casos (Dannhardt, 2001; Garavito et al., 2002). Dadas as consequéncias
que inibem ou alteram o funcionamento da COX-1. E neste contexto que a técnica de
acoplamento molecular e a proposta de estratégias que permitam uma discriminagdo
efectiva entre compostos activos e inactivos podem desempenhar um papel

fundamental.

5.1 — COX-1: Caracterizagao estrutural e funcional.

A COX-1 é uma proteina homodimérica que se encontra predominantemente
associada a membrana do reticulo endoplasmatico (Figura 3). A primeira estrutura
tridimensional da COX-1 foi obtida por cristalografia de raios-X e descrita em 1994
pelo investigador Picot e seus colaboradores (Picot et al., 1994). Actualmente, existem
231 estruturas cristalograficas da COX-1 no Protein Data Bank (PDB; Berman et al.,

2000), algumas das quais ligadas a inibidores.
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Cada um dos mondémeros da COX-1 é constituido por 576 aminoacidos
organizados em trés dominios estruturais (Figura 4), um dominio na regido N-terminal
semelhante ao factor de crescimento epidérmico (EGF), um dominio de ligacdo a
membrana, e um dominio catalitico na regido C-terminal que contém os dois locais
activos desta enzima - o local com actividade de ciclooxigenase e o local com
actividade de peroxidase (Smith et al., 2000; Dannhardt, 2001; Garavito et al., 2002;
Gupta et al., 2004).

Neste trabalho, focaremos a nossa atencdo no local activo com actividade de
ciclooxigenase pois € neste local activo que actuam inibidores da actividade da COX-1
como os AINES (Smith et al., 2000; Dannhardt, 2001; Carvalho et al., 2004). O local
activo é formado por um longo canal hidrofébico com cerca de 25 A, confinado por
varias helices-a, que vai desde o dominio de ligacdo a membrana até ao centro do
dominio catalitico. Este canal pode ser dividido em duas regifes distintas a regido onde
os AINES se ligam, e que engloba a metade superior do canal estendendo-se do
aminoacido Arg-120 até perto da Tyr-385; e a regido inicial formada pela metade
inferior do canal e que forma uma “boca” no dominio de ligagdo a membrana
permitindo a entrada directa do acido araquidbnico e de O, pela zona apolar da
bicamada lipidica (Dannhardt, 2001; Garavito et al., 2002; Carvalho et al., 2004). A
inibicdo deste local activo por farmacos como a Aspirina, o Ibuprofeno, o Flurbiprofeno
ou outros AINES depende de uma eficiente ligacdo dos mesmos a Arg-120 e que a
substituicdo ou supressdo deste aminoacido reduz ou impede a inibi¢do por este tipo de
farmacos, no caso da Aspirina a acetilagdo ocorre mais especificamente na Ser-530
neste caso a Aspirina compete de uma forma rapida e reversivel com o é&cido
araquiddnico pelo local de ligacdo de ciclooxigenase promovendo uma modificacdo

covalente (acetilacdo) da Ser-530. (Garavito et al., 1999; Garavito et al., 2002).

11
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Figura 3 — Representacdo da estrutura da COX-1 de Ovis aries. A figura ilustra a
posicdo do grupo heme (em esferas a vermelho), o local de ligagdo com o flurbiprofeno
(amarelo) e a relagdo da proteina com a membrana do reticulo endoplasmético. O dominio
EGF, de ligacdo a membrana, e os dominios cataliticos estdo representados coloridos a
verde, laranja e azul respectivamente. (Imagem adaptada de Garavito e DeWitt.,1999)

Local da Actividade de
Peroxidade

Local da Actividade DomineELk

de Ciclooxigenase

Dominio de Ligacdo a Membrana

Figura 4 — Representacdo da estrutura dos dominios constituintes do
mondmero da COX-1 de Ovis aries. (Imagem adaptada de Garavito e DeWitt.,
1999).
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1 — AutoDock Vina

O programa AutoDock Vina (Trott et al., 2010) foi utilizado para realizar o
acoplamento molecular da COX-1 com o0s compostos activos e inactivos (no inglés
decoys) presentes no pacote para a COX-1 disponivel na DUD — “A Database of Useful
Decoys” (Huang et al., 2006). O intuito é validar a capacidade do programa de prever as
poses e pontuar correctamente esses compostos e obter os valores dos pardmetros que
constituem a funcdo de pontuacdo usada pelo AutoDock Vina para o calculo da
afinidade de cada ligando.

O AutoDock Vina é um programa de codigo livre para a realizagdo de
acoplamento molecular e rastreio virtual desenvolvido por Oleg Trott do “Molecular
Graphics Lab” no “The Scripps Research Institute”, La Jolla, EUA. A sua rapidez,
precisdo e livre acesso fazem do AutoDock Vina um programa rapido e facil de usar.

A fungdo de pontuacdo do AutoDock Vina tem em conta as seguintes
contribuices: interaccBes estéricas (representadas pelos termos gauss 1, gauss 2, e
repulsdo), hidrofobicidade, ligacGes de hidrogénio e numero de angulos de torcdo de
rotacdo livre dos ligandos (termo Nrot). Os valores dos pesos associados por defeito a
cada um dos termos estdo descritos na Tabela 1. O algoritmo de optimizagéo global
implementado no AutoDock Vina é o método de Iterated Local Search (Trott et al.,
2010).

Tabela | - Termos e respectivos pesos por defeito usados na funcdo de pontuacdo do
AutoDock Vina (Trott et. al., 2010)

Termos Pesos

gauss 1 -0.0356

gauss 2 -0.00516
repulsdo 0.840
hidrofobicidade -0.0351
ligacOes de hidrogénio -0.587
Nrot 0.0585
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2 — MGLTools/AutoDockTools

Desenvolvido pelo “Molecular Graphics Lab” do “The Scripps Research
Institute”, 0 MGLTools engloba um conjunto de programas e recursos computacionais
necessarios para a realizacdo de acoplamento molecular e de rastreio virtual com o
AutoDock Vina. Entre os varios programas disponibilizados encontra-se a ferramenta
AutoDockTools (Michel et al. 1999).

O AutoDockTools é uma interface grafica que permite executar, analisar e
preparar o0 acoplamento molecular a realizar no AutoDock Vina. Este programa inclui as
seguintes funcionalidades: visualizacdo de ficheiros de proteinas e compostos, definicéo
do tamanho da “caixa” de acoplamento que especifica o espaco cartesiano de procura
em que o programa ira realizar o acoplamento, seleccdo dos angulos torcionais de

rotacdo livre dos compostos e adi¢do ou remocdo dos atomos de hidrogeénio.

3~ SVM-light

O SVM-light (Joachims, 1999) é uma implementacdo de um algoritmo de
Maquinas de Vectores de Suporte em C, que permite resolver problemas de regressao e
classificacdo com aprendizagem e que é capaz de lidar com uma grande quantidade de
dados. O SVM-light é um programa de livre acesso disponivel no sitio da internet
http://www.svmlight.joachims.org e desenvolvido por Thorsten Joachims do
Departamento de Ciéncias da Computacgéo da Universidade de Cornell.

Este programa disponibiliza dois mddulos, um de aprendizagem (svm_learn) e
outro de classificacdo (svm_classify). E necessario executar primeiro o médulo de
aprendizagem com o conjunto de dados de treino para se produzirem os modelos de
classificacdo. Apds terem sido gerados, os modelos de classificagdo serdo
posteriormente utilizados para a execucdo do modulo de classificagdo para classificar 0s
compostos nos conjuntos de dados de teste.

Neste trabalho, o SVM-light foi utilizado para treinar modelos de classificacdo a
partir de conjuntos de treino constituidos por compostos presentes no pacote para a
COX-1 disponivel na DUD. A cada composto nos conjuntos de treino € atribuida a
classe a que pertence (+1 se activo; -1 se inactivo) e o vector com os termos individuais
dos pardmetros constituintes da funcdo de pontuacdo do AutoDock Vina (Tabela 1). O

objectivo é desenvolver um classificador que permita uma discriminacdo efectiva entre
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compostos activos e inactivos da COX-1 baseado em dados originados do acoplamento

molecular realizado pelo AutoDock Vina.
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1 — Descricéo do conjunto de dados

DUD - A Directory of Useful Decoys (Huang et al., 2006) — é uma base de
dados publica que retne uma coleccdo de compostos activos e inactivos para diferentes
alvos moleculares e que permite a realizacdo de analises comparativas de programas de
rastreio virtual (Huang et al., 2006). Esta base de dados é constituida por 2950 ligandos
activos para 40 proteinas alvo diferentes. A cada composto activo estdo associados 36
compostos inactivos (decoys), perfazendo um total de 95316 compostos inactivos. Cada
um dos 36 compostos inactivos assemelha-se a um composto activo em algumas das
suas propriedades fisico-quimicas, como por exemplo peso molecular ou numero de
ligagdes de hidrogénio, apresentando no entanto propriedades topoldgicas diferentes.

DUD inclui uma biblioteca de compostos para a COX-1 constituida por 25
compostos activos e 911 compostos inactivos. Dos 911 compostos inactivos, 62
compostos foram excluidos do conjunto de compostos analisados uma vez que
representam estruturas repetidas (um composto inactivo pode estar associado a varios
compostos activos), obtendo-se um numero final de compostos inactivos de 849. Para
além da biblioteca de compostos activos e inactivos, também faz parte do pacote da
COX-1 a estrutura de um complexo da proteina com o ligando &cido 2-(1,1’-bifenil-4-il)
propandico (BFL). Esta estrutura foi obtida por cristalografia de raios-x com uma
resolucdo de 2 A, encontrando-se disponivel no Protein Data Bank (PDB) com o c6digo
1Q4G (Gupta et al., 2004).

2 — Andlise de homologia da sequéncia de aminoacidos da COX-1

No PDB néo se encontra disponivel uma estrutura cristalografica de COX-1 de
Homo sapiens (Humana). Sendo as Unicas estruturas disponiveis pertencentes as
espécies Ovis aries (Ovelha) e Mus musculus (Ratinho). Dado que a estrutura disponivel
no pacote da DUD ¢ de QOvis aries e que uma elevada similaridade da sequéncia de
aminoacidos de proteinas pode implicar uma significativa semelhanca estrutural, o que
permitira extrapolar os resultados obtidos de uma espécie para outra, procedeu-se a uma
analise de homologia entre a sequéncia de aminoacidos da COX-1 de Ovis aries (codigo
UniProt P05979) e a sequéncia de aminoacidos da COX-1 de Homo sapiens (codigo
UniProt P23219).
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A andlise foi realizada recorrendo ao programa “Clustal O” disponivel em
http://www.uniprot.org (Consortium, 2012) e utilizando todos os valores por defeito dos
parametros do programa.

3 — Acoplamento Molecular com AutoDock Vina

O protocolo para realizar simulacbes de acoplamento molecular com o
AutoDock Vina envolve passos como a preparacao do receptor e a defini¢do da “caixa”
onde o programa ira realizar as simulac6es e que devera compreender o local activo de
interesse.

Para uma melhor visualizagdo do local activo, a estrutura da COX-1 foi
orientada de forma a que o eixo principal coincidisse com o eixo dos ZZ. Em seguida,
adicionaram-se 0s atomos de hidrogénio. A estrutura cristalografica do complexo da
COX-1 com o ligando BFL (PDB 1Q4G, cadeia B) incluida no pacote da DUD foi
utilizada como modelo para a defini¢cdo dos pardmetros da “caixa” seleccionada: centro
nas coordenadas (x,y,z) = (26.6, 33.8, 201.5), com as dimensdes (em Angstrém) 18 x 18
x 20 (Figura 5). A “caixa” seleccionada foi testada através da realizacdo de uma
simulacdo de acoplamento molecular da COX-1 com o ligando BFL utilizando o
AutoDock Vina. Para os restantes parametros de simulagdo foram utilizados os valores
por defeito do programa. Em seguida, a validagdo da “caixa” foi realizada visualizando
as poses geradas para o ligando BFL com o programa AutoDock Vina. Adicionalmente,
0 programa “Fconv” (Stahura et al., 2004; Neudert et al., 2011) foi utilizado para
calcular a raiz dos desvios médios quadraticos (RMSD no inglés, root-mean-square

deviation; Eq. 1) entre as poses geradas e a pose do ligando na estrutura cristalogréfica.

Nz
2 Eomos (X1 i=X2,0) 2+ (Y1,i~Y2,0)2+(Z1,i~Z2,1)?

RMSD =

(Eq. 1)

Nitomos
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Uma vez preparado o receptor e validada a “caixa” de simulagao, foi realizado o
acoplamento molecular da COX-1 com os 25 compostos activos e 0s 849 compostos
inactivos fornecidos no pacote da DUD, impondo-se a geracdo de um nimero maximo
de 15 poses por composto (parametro “num modes”) e fazendo variar o valor que
determina a maxima diferenca de energia entre a melhor e a pior pose classificadas de 3
para 10 (parametro “energy range”, em kcal/mol). As poses obtidas para todos o0s
compostos foram validadas por inspecgéo visual com o programa AutoDockTool.

Figura 5 — “Caixa” seleccionada em torno do local activo da COX-1.
Representagdo da “caixa” seleccionada para realizar o acoplamento com a COX-1
(aazul) e o ligando BFL no centro (a verde) criada recorrendo ao AutoDockTools

4 — Construcao de modelos de classificacdo de compostos activos e inactivos
da COX-1

Ap0s terem sido obtidos os resultados do acoplamento molecular entre a COX-1
e todos os compostos seleccionados da DUD, procedeu-se a construcdo dos modelos de
classificacdo que permitissem uma melhor discriminacdo entre compostos activos e
inactivos. Pretendeu-se com este passo obter um melhor classificador das poses obtidas
pelo acoplamento molecular. A construcdo dos modelos de classificacdo foi feita com

base nos parametros da fungéo de pontuag¢éo do AutoDock Vina.
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4.1 — Selecgdo das melhores poses para cada composto

Foram seleccionadas duas “melhores” poses para cada um dos compostos com
base em dois critérios diferentes. Uma primeira pose foi obtida com base na ordenacao
das poses dada pela funcéo de pontuacdo do AutoDock Vina, a segunda pose foi obtida
com base nos resultados de uma andlise de grupos (clustering) aplicada as véarias poses
de cada composto (Cheng et al. 2009, Huang et al. 2010). Para este segundo critério, foi
utilizado o método de analise de grupos hierarquico (no inglés, hierarchical clustering)
com o critério do vizinho mais distante (no inglés, complete linkage) utilizando o
programa “Fconv” (Stahura et al., 2004; Neudert et al., 2011), que permite agrupar as
poses dos compostos utilizando o RMSD (Eg. 1) como medida de similaridade (Wang
et al., 2003, Bouvier et al. 2010). Para cada composto foi seleccionada a pose com valor
mais negativo de afinidade no grupo (cluster) com maior nimero de poses.

Para cada uma das melhores poses seleccionadas dos 874 compostos foram
obtidos os valores de cada um dos 5 termos da funcdo de pontuacéo, utilizando a opgéo
“score_only” do AutoDock Vina. Em seguida, os valores dos termos para cada pose

foram normalizados recorrendo a Eq. 2 (Graf et al., 2001).

~ X N
- X eRr Eq. 2
X = i (Fa-2)

Na Eq. 2, x é o vector com os valores dos parametros da funcdo de pontuacao do

AutoDock Vina, ||x|| € a norma do vector e ¥ representa o vector normalizado.
4.2 — Construcao dos conjuntos de dados de treino e de teste

O récio entre compostos activos e inactivos nos pacotes da DUD ¢é de 1:36, o
que faz com que o nimero de exemplos negativos seja muito maior do que o numero de
exemplos positivos. Para testar qual a proporgdo entre compostos activos e inactivos a
incluir nos conjuntos de treino que produz um melhor modelo de classificacdo, 0s
conjuntos de treino e teste foram construidos seguindo os seguintes passos (Figura 6):

1. Divisdo dos compostos activos e inactivos em dois conjuntos diferentes
de dados;
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2. Divisdo aleatoria do conjunto de compostos activos (Figura 6, Al, A2 e
A3) e do conjunto dos compostos inactivos (Figura 6, 11, 12 e 13) em trés
partes, com aproximadamente 0 mesmo nimero de compostos;

3. Cada um dos trés conjuntos de compostos inactivos foi subdividido
aleatoriamente em “n” subconjuntos, com o valor “n” a variar entre 5 e
36 (Figura 6, caso particular de n=5).

4. Em seguida e para cada iteracdo do método de validacdo cruzada 3-fold
foram produzidos “n” subconjuntos de treino contendo compostos
activos e inactivos tal como é apresentado na Figura 6. Por exemplo,
quando o conjunto de teste é formado pelos compostos activos em A3 e
pelos compostos inactivos 13, os “n” subconjuntos de treino contém
todos 0s compostos activos Al e A2, um dos “n” subconjuntos de 11 e

um dos “n” subconjuntos de 12.

A técnica de validacdo cruzada 3-fold (no inglés, 3-fold cross validation), foi
utilizada para avaliar a capacidade de generalizacdo dos modelos a partir do conjunto de

dados fornecidos testando a precisao dos modelos criados.

4.3 — Treino e teste dos modelos de classificagdo com o SVM-light

O treino de classificadores com o SVM-light envolve a utilizacdo do mdédulo
svm_learn sobre os conjuntos de treino produzidos anteriormente. Apds a execugdo
deste modulo, sdo criados “n” modelos de classificacdo para cada iteragdo do método de
validacdo cruzada. Em seguida, utiliza-se o médulo svm_classify para classificar os

compostos dos conjuntos de teste com os modelos correspondentes.

4.4 — Avaliacéo do desempenho dos classificadores

Em problemas de classificagdo utilizando SVMs, as classes de compostos
activos e inactivos sdo separadas pelo valor 0, correspondendo um valor positivo a

compostos activos e um valor negativo a compostos inactivos. Como tal, no fim da

classificacdo obtém-se “n” previsdes, cada uma com um valor de classificacdo, para
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Passo 1: Poses
Passo 2: Activos Inactivos
Passo 3: Al A2 A3 1 12 I3

M5y || Msz || Wss || My || Hss || K5y || 1252 || 1253 || 25y || 255 (| Bs1 || 352 || Bs3 || 35 || Bss

Passo 4:
Conjunto de Teste: TS3= A3 U I3 com n=5

TrSs;=A1 U A2 U 115U 125,

TrSs;= Al U A2 U 115, U255,

Conjuntos de TrSs3= A1 U A2 U 153U 1253

Treino:
TI'S54: AlUA2U |154 U |254

TrSss= A1l U A2 U 1155 U 1255

—

Figura 6 — Esquema de construcdo dos conjuntos de treino e de teste. Exemplo para uma iteragdo do método de validagdo cruzada para o valor de n=5,.
correspondendo 15,5 as cinco subdivisdes do conjunto I1. Analogamente para 12 e 13
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cada um dos compostos no conjunto de teste. Para cada composto nos conjuntos de teste
foi obtida uma previsdo consenso somando os valores de classificacdo obtidos dos
varios modelos de classificacdo: quando o valor final obtido é positivo, 0 composto é
considerado activo e quando o valor final é negativo, o0 composto é considerado inactivo
(Huang et al., 2010; Kinnings et al., 2011).

O valor do F-score (Eq. 3) foi calculado para verificar a precisdo da previsdo
consenso de cada uma das 3 iteracdes, e o valor médio de F-score foi atribuido a cada
valor de “n”.

(2 X precisido x sensibilidade)

F — score = (Eq. 3)

(precisao+sensibilidade)
Na equacdo anterior, precisdo representa o numero de resultados positivos
correctos dividido pelo total de previsdes positivas e a sensibilidade representa o
numero de resultados positivos correctos dividido pelo numero total de resultados que
deviam ter sido previstos como positivos (Cannon et al., 2007; Kinnings et al., 2011).
Os valores mais elevados de F-scores indicam qual o valor de “n” que da a
proporcao de compostos activos e compostos inactivos a incluir nos conjuntos de treino
que produzem o melhor modelo de classificagdo para compostos que interajam com a
COX-1.

5 — Métodos de avaliacao da fun¢do de pontuacéo e dos classificadores

Actualmente, ndo existe uma metodologia padrdo para a analise, avaliacdo e
comparacao estatistica de resultados gerados pelas técnicas de rastreio virtual e que
permita a partilha de novos resultados de forma facil e concisa. Como tal os trabalhos
apresentados por diferentes grupos de investigacdo nem sempre reportam as mesmas
métricas para avaliar os métodos utilizados e/ou desenvolvidos, o que dificulta a
comparagao entre os resultados obtidos nos diferentes trabalhos (Triballeau et al., 2005;
Jain et al., 2008).

Com base na revisdo da literatura (Truchon et al., 2007; Nicholls, 2008) foram
escolhidas as seguintes métricas para avaliar o desempenho da fun¢do de pontuacéo do
AutoDock Vina e dos classificadores: area abaixo da curva ROC (AUC), curvas de
factores de enriquecimento e os factores de enriquecimento correspondentes a 1%, 5% e

10%, sensibilidade, especificidade, preciséo e F-score.
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Sensibilidade, especificidade, precisdo e F-score sdo medidas estatisticas para
avaliar o desempenho de classificadores binarios. A sensibilidade (também designada
de Recall; Eq. 4) mede a propor¢do de compostos activos que foram correctamente
classificados. Por seu lado, especificidade (Eq. 5) mede a proporcdo de compostos
inactivos que foram correctamente classificados. A precisdo (Eg. 6) quantifica a
proporcdo de compostos activos classificados correctamente entre todos os compostos
classificados como activos. A F-score (Eg. 3) combina a medida de precisdo com

sensibilidade (recall).

Sensibilidade = —2— (Eq. 4)

Tp+Fpn
e TN
Especificidade = ——— (Eq.5)
Tn+ Fp
. Tp
Precisao = (Eq. 6)
ptFp

Nas equaces 4 a 6, Tp representa 0 nimero de compostos activos classificados
correctamente, Ty representa 0 numero de compostos inactivos classificados
correctamente, Fp representa o numero de compostos activos classificados
incorrectamente e Fy representa 0 numero de compostos inactivos classificados
incorrectamente.

Actualmente, a melhor forma de comparar o desempenho de funcbes de
pontuacdo e classificadores binarios é através da analise das curvas ROC (no inglés,
Receiver Operating Characteristic) e o reconhecimento precoce de compostos activos
através da analise das curvas dos factores de enriquecimento (no inglés, Enrichment
Factor) (Truchon et al., 2007; Jain et al., 2008; Nicholls, 2008).

As curvas ROC s@o uma representacdo grafica da sensibilidade (proporcdo de
verdadeiros positivos) em fungéo de 1-especificidade (proporcdo de falsos positivos). O
valor da éarea abaixo da curva ROC (AUC) fornece uma medida objectiva do
desempenho global de um classificador. Um valor de AUC igual a 1 (ou 100%) indica

uma discriminacgéo perfeita entre compostos activos e inactivos, enquanto um valor de
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0,5 (ou 50%) € interpretado como um desempenho aleatorio. Em termos praticos, para
estudos de rastreio virtual que apresentam um desempenho melhor que o aleatorio
obtém-se valores de AUC entre 0,5 e 1, enquanto valores de AUC inferiores a 0,5 séo
obtidos para métodos que tendem a dar melhor pontuacdo a compostos inactivos do que
a compostos activos. Genericamente, a exactiddo do meétodo de classificacdo pode ser
avaliado com a seguinte escala: 0,9 < AUC <1 ¢ excelente; 0,8 < AUC <0,9 é bom; 0,7
< AUC <0,8 ¢ razoavel; 0,7 < AUC <0,5 ¢ mau; e AUC <0,5 corresponde a uma falha
completa.

Um dos problemas apontados ao valor de AUC é o facto de esta ser uma medida
muito global ndo apresentando qualquer informagéo sobre o reconhecimento precoce de
compostos activos (Triballeau et al., 2005; Jain et al., 2008; Hamza et al., 2012). Por
outro lado, os factores de enriquecimento (EF) quantificam o racio de compostos

activos identificados no topo X% do conjunto total de compostos ordenados (Eg. 7):

. X% X%
Compostos AthOSSeleccionados/ComPOStOSSeleccionados (E 7)
x% g.

Total

EF* =

: X%
Compostos Activosy .,/ Compostos

Onde Compostos Activosy, . .ionados € O NUMero de compostos activos no

x%

topo X% do conjunto de compostos, Compostose,jsccionados & O total de compostos no

topo X%, Compostos Activosy2., & 0 nimero de compostos activos no conjunto total

x%

de compostos e Compostosy.,. .

€ 0 nimero total de compostos analisados.

A andlise das AUC (das curvas ROC) e dos factores de enriquecimento deve ser
feita de forma complementar. Os valores de AUC fornecem uma medida do
desempenho global da funcdo de pontuacdo ou do classificador, enquanto os factores de
enriquecimento indicam a eficdcia com que 0s compostos activos estdo a ser
reconhecidos e identificados. (Truchon et al., 2007; Nicholls, 2008; Hamza et al.,
2012).

Estas analises foram feitas recorrendo aos pacotes enrichvs (Yabuuchi, 2011) e
pROC (Robin et al., 2001) disponivel no programa R (R Development Core Team,
2009). O pacote pROC permitiu obter as curvas ROC bem como os valores de AUC, e 0
0 pacote enrichvs permitiu obter as curvas dos factores de enriquecimento e os factores

de enriquecimento correspondentes a 1%, 5% e 10% de cada uma das curvas.
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Neste capitulo séo apresentados e discutidos os resultados obtidos. O capitulo
comeca com a descricdo e analise dos resultados de acoplamento molecular obtidos com
o programa AutoDock Vina. Em seguida, sdo avaliados e discutidos os diferentes

métodos utilizados para a classificacdo de compostos activos e inactivos para a COX-1.

1 — Analise de homologia da sequéncia da COX-1

A anélise de homologia entre a sequéncia de aminoacidos da proteina COX-1 de
Ovis aries e de Homo sapiens foi realizada para averiguar a similaridade entre as duas
sequéncias, em particular na regido do local activo com funcédo de ciclooxigenase. Esta
andlise é importante porque ndo sendo ainda conhecida a estrutura da proteina COX-1
humana e sabendo que uma elevada similaridade da sequéncia de aminoacidos de
proteinas pode implicar uma significativa semelhanca estrutural, os resultados aqui
descritos para a COX-1 de ovelha podem ser extrapolados de uma espécie para a outra.

Na Figura 7 mostra-se o alinhamento das sequéncias lineares da COX-1 das
espécies Ovis aries e Homo sapiens. Os residuos do local activo estdo assinalados a
negrito e sublinhados. Observa-se que as sequéncias de aminodcidos da COX-1 nas
duas espécies apresentam uma identidade de 100% nos residuos constituintes do local
activo, e conforme descrito na literatura a homologia da COX-1 entre espécies
diferentes € de cerca de 85-90% (Smith et al., 2000; Dannhardt, 2001; Carvalho et al.,
2004). Com base nos resultados obtidos da analise de homologia da sequéncia de
aminoacidos das duas espécies, espera-se que os resultados obtidos no presente trabalho
com a estrutura de Ovis aries, possam ser extrapolados e utilizados com a COX-1

humana.

2 — Acoplamento Molecular

O programa AutoDock Vina foi utilizado para realizar as simulacbes de
acoplamento molecular dos compostos activos e inactivos do pacote da DUD para a
COX-1. Os primeiros passos envolveram a preparacéo da proteina e dos compostos para
0 acoplamento molecular, bem como a definicdo dos pardmetros das simulages com

base na estrutura cristalografica do complexo da COX-1 com o ligando BFL.
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Figura 7 - Alinhamento das sequéncias de aminoacidos de COX-1 de Ovis aries e Homo sapiens.
Os residuos do local activo responsavel pela actividade de ciclooxigenase em estudo estdo assinalados a
negrito e sublinhados.

O acoplamento molecular do ligando BFL com a COX-1 (Figura 8) foi realizado
para verificar a capacidade do AutoDock Vina prever boas poses para ligandos da
COX-1, e para validar parametros de simulagdo, tais como a dimensdo da “caixa” que
define o espaco de pesquisa para futuras experiéncias de acoplamento molecular. Na
Figura 8 (A) esta representada a estrutura do complexo da COX-1 com o ligando BFL

(PDB 1Q4G, cadeia B). Com base na anélise deste complexo, o local activo com funcéo
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de ciclooxigenase é constituido por 19 residuos, dos quais os residuos Arg-120, Ser-353
e Ser-530 sdo os unicos residuos polares. A “caixa” que delimita este local tem centro
no ponto (26.6, 33.8, 201.5) e dimensdes 18 x 18 x 20 A (Figura 8, B). Do acoplamento
molecular do ligando BFL com a COX-1 utilizando o programa AutoDock Vina foram
geradas 8 poses. Tal como se pode observar na Figura 9 a melhor pose obtida para o
ligando BFL pelo AutoDock Vina (a verde) é semelhante a pose do ligando obtida por
cristalografia (a laranja).

Apols a andlise visual das poses obtidas para o ligando BFL, calculou-se o
RMSD entre todas as poses obtidas pelo AutoDock Vina para o ligando BFL e a pose
do ligando na estrutura cristalografica do complexo formado com a COX-1, o que
permitiu avaliar se o programa foi capaz de prever boas poses. A Figura 10 mostra 0s
valores de RMSD das oito poses obtidas relativamente a estrutura cristalografica e as
respectivas afinidades calculadas pela funcdo de pontuacdo do programa. Observa-se
que os valores de RMSD variam aproximadamente entre 1,9 e 6,4 A e os valores de
afinidade variam entre -9,8 e -6,8 kcal/mol. A melhor pose (Figura 9, a verde) apresenta
uma afinidade de -9.8 kcal/mol e um valor RMSD de 1,89 A. As duas poses
classificadas em segundo e terceiro lugares pela funcdo de pontuacdo do AutoDock
Vina apresentam valores de afinidades de -9,8 e -8.9 kcal/mol e valores de RMSD de
1,88 e 6,4 A respectivamente. Os dados obtidos permitem concluir que os parametros
definidos para as simulacdes de acoplamento molecular com o AutoDock Vina sdo
validos e podem ser usados nos acoplamentos moleculares da COX-1.

De seguida realizou-se o acoplamento molecular para todos os compostos do
pacote da DUD com a “caixa” seleccionada, impondo-se que fossem geradas no
maximo 15 poses por composto (parametro “num_modes”) e fazendo variar o valor que
determina a maxima diferenca de energia entre a melhor e a pior pose classificadas de 3
para 10 (parametro “energy range”, em kcal/mol). Foi necessario alterar o pardmetro
“num_modes” porque se pretendia obter mais poses por cada composto, necessarias
para a andlise de grupos. Isto obrigou também a alteracdo do pardmetro “energy range”
uma vez que o nimero de poses geradas é também dependente desse valor. Mesmo com
um valor de diferenca méxima de energia entre a melhor e a pior pose de 10 kcal/mol,
para 244 compostos de um total de 874 ndo foram geradas 15 poses. No entanto, optou-
se por ndo se aumentar mais o limiar de energia pois isso originava poses com valores

de afinidade muito positivos. Utilizando o programa AutoDockTools para visualizar a
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Figura 8 — Complexo formado pela COX-1 e o ligando &cido 2-(1,1’-bifenil-4-il)
propandico (BFL, PDB 1Q4G). A) Representacdo da estrutura da COX-1 obtida por
cristalografia de raios-X com o ligando BFL no local activo em estudo. B) Representagdo
da estrutura da COX-1 obtida por cristalografia de raios-X representando a superficie
molecular com o ligando BFL no local activo em estudo.

Figura 9 — Sobreposicdo de duas poses do ligando BFL. Representacdo da estrutura
cristalogréfica do ligando BFL (a laranja) e a estrutura da pose com melhor valor de afinidade
(a verde) no acoplamento molecular com a COX-1 utilizando o programa AutoDock Vina.
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Figura 10 — Resultados do acoplamento molecular do ligando BFL. Distribuigdo dos valores das
afinidades das poses obtidas para o ligando BFL em funcdo do RMSD calculado entre cada pose e a
estrutura cristalografica. No grafico encontram-se dois pontos sobrepostos na regido de
RMSD=1,9A para duas poses com valores das afinidades (-9,8 kcal/mol) e RMSD muito
semelhantes (1,89 e 1,88 A).

Figura 11 - Representacdo de uma pose fora do local activo da COX-1. Representacdo da
estrutura da COX-1 obtida por cristalografia de raios-X representando a superficie molecular com o
ligando BFL (a laranja) no local activo em estudo e a estrutura demonstrativa de uma pose gerada
pelo AutoDock Vina que se encontra fora do local activo (a verde).
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melhor pose gerada para cada um dos compostos foi possivel constatar que para 35
compostos esta ndo se situava no centro do local activo mas antes ligeiramente
deslocada do centro. Um exemplo de uma destas poses encontra-se representado na
Figura 11. Como se pode observar a pose fora do local activo (a verde) apresenta uma
estrutura com 3 anéis que ndo é tdo pequena como o ligando BFL (a laranja) o que
impossibilita a entrada no local activo. Estas caracteristicas parecem “impossibilitar” o
programa de ‘“colocar” 0 composto dentro do local activo com o valor de
“energy range” definido. As melhores poses seleccionadas pelo AutoDock Vina para os
35 compostos que surgem fora do local activo, apresentam estruturas semelhantes a
pose do exemplo da Figura 11 (a verde) ndo se encontrando dentro do local activo e

sendo grandes de mais para 1a “caber”.

3 — Avaliacdo da funcéo de pontuacdo do AutoDock Vina

O desempenho da fungédo de pontuacdo do AutoDock Vina foi avaliado para dois
conjuntos de “melhores” poses recorrendo aos valores de AUC e das curvas ROC, e a

analise de curvas e factores de enriquecimento.

3.1 — Seleccéo das melhores poses para cada composto

A escolha das “melhores” poses para cada um dos compostos foi feita com base
em dois critérios diferentes. Uma primeira “melhor” pose foi obtida com base na
ordenacdo das poses dada pela funcéo de pontuacdo do AutoDock Vina, a segunda pose
foi obtida com base nos resultados de uma andlise de grupos (clustering) aplicada as
varias poses de cada composto (Cheng et al., 2009, Huang et al., 2010). Com a selec¢édo
de uma segunda “melhor” pose para cada composto, pretendia-se substituir poses que se
encontravam “fora” do local activo em estudo, mas a que a fun¢do de pontuacdo do
AutoDock Vina atribuiu um valor de afinidade melhor. Um exemplo de uma destas
poses encontra-se representado na Figura 11.

Para a andlise de grupos utilizou-se o programa “Fconv” (Stahura et al., 2004;
Neudert et al., 2011) que implementa o método de analise de grupos hierarquico com o
critério do vizinho mais distante. Este programa permitiu assim agrupar as poses dos
compostos utilizando o0 RMSD como medida de similaridade (Wang et al., 2003,

Bouvier et al., 2010). Muito resumidamente, o que este método faz, é adicionar uma
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pose a um grupo (cluster) quando o valor de RMSD entre essa pose e qualquer elemento
desse grupo for inferior a 2 A, maximizando a distancia entre grupos. Para cada
composto foi seleccionada a pose com melhor afinidade no grupo (cluster) com o maior
numero de poses.

Das poses seleccionadas pela analise de grupos, 617 poses (19 activos + 598
inactivos) sdo diferentes da melhor pose escolhida pela funcdo de pontuagdo do
AutoDock Vina. Para além disso, a aplicagdo do método de anélise de grupos reduziu o
numero de poses “fora” do local activo de 35 para 32.

Na Figura 12 sdo apresentados dois graficos com a distribuicdo dos valores de
afinidades correspondendo as duas melhores poses seleccionadas pelos métodos em
cima descritos. A Figura 12 (A) apresenta as afinidades das melhores poses
seleccionadas pela funcdo de pontuacdo do AutoDock Vina. Pode observar-se que as
afinidades dos compostos activos variam entre -9,8 e -3,7 kcal/mol enquanto os valores
de afinidade dos compostos inactivos variam entre -10 e 0,7 kcal/mol. Os compostos
inactivos apresentam uma maior variacdo dos valores de afinidades, bem como varios
valores atipicos e extremos. Na Figura 12 (B) séo apresentados os valores de afinidades
das poses seleccionadas pelo método de analise de grupos, para as quais se observa que
a afinidade dos compostos activos varia entre -9,4 e 0,4 kcal/mol, enquanto os valores
de afinidade dos compostos inactivos variam entre -10 e 3,5 kcal/mol. Neste caso quer
0S compostos activos quer 0s compostos inactivos apresentam uma distribuicdo
semelhante dos valores de afinidades e contém valores atipicos. Mais uma vez, as poses
dos compostos inactivos apresentam maior nimero de extremos. E também possivel
observar que nas poses seleccionadas pela anélise de grupos passa a existir uma maior
dispersdo nos valores de afinidade, em particular para os compostos inactivos.

Ao longo do capitulo, o conjunto de poses seleccionadas apenas com base na
funcdo de pontuacdo do AutoDock Vina serd designado por conjunto VinaFP, e o
conjunto de poses seleccionadas pela analise de grupos sera designado por conjunto

VinaCluster.

34



Resultados e Discussao

A) B)

— Mediana i
— Mediana
. [125%-75% 4 [] 25%-75%
_I_ Variacéo de Valores T Variaciio de Valores
o Valores Atipicos o Valores Alipicos
5 # Extremos 2 # Extremos

R -
—

el

_2 T

Alfinidades dos Compostos

Afinidades dos Compostos

_ L

-12 -12
Inactivo Activo Inactivo Activo

Figura 12 — Boxplots dos valores de afinidades das duas melhores poses seleccionadas. A)
Boxplot dos valores de afinidade das poses no conjunto VinaFP B) Boxplot dos valores de
afinidade das poses no conjunto VinaCluster.

3.2 — Andlise do desempenho da funcéo de pontuacdo com base nos valores

de area abaixo da curva ROC (AUC) e de factores de enriquecimento

A avaliacdo do desempenho da fungdo de pontuacdo do AutoDock Vina foi
realizada recorrendo a andlise das curvas ROC e da area abaixo da curva (AUC)
correspondente. De seguida para avaliar a eficacia da funcdo de pontuacdo, isto é para
avaliar se os compostos activos sdao “rapidamente” colocados no topo da lista de
ordenacdo, recorreu-se a andlise das curvas de enriquecimento e dos factores de
enriquecimento correspondentes a 1%, 5% e 10% da lista de ordenacdo dos compostos.

As curvas ROC permitem uma comparacdo directa de classificadores e a AUC é
uma medida global para avaliar o desempenho dos classificadores (Triballeau et al.,
2005). Neste caso, os valores de AUC permitem avaliar para qual dos dois métodos de
seleccdo de poses, a funcdo de pontuacdo do AutoDock Vina da uma melhor
discriminagdo entre compostos activos e inactivos. As curvas ROC produzidas com
valores de afinidades obtidos pela fungdo de pontuagdo do AutoDock Vina para as
poses seleccionadas pelos dois métodos descritos anteriormente sdo apresentadas na
Figura 13. A curva ROC para os valores de afinidade das melhores poses no conjunto
VinaFP (a azul) apresenta uma AUC de 63,44% (Tabela 2) enquanto a curva ROC para
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os valores de afinidade das poses no conjunto VinaCluster (a vermelho) tem um valor
de AUC de 55,06% (Tabela 2).

Os resultados obtidos ndo s&o surpreendentes uma vez que os valores de
afinidade para as poses seleccionadas pelos dois métodos sdo calculados pela funcéo de
pontuacdo do AutoDock Vina, e as poses no conjunto VinaCluster terdo um valor de
afinidade sempre menor ou igual que a melhor pose seleccionada por defeito. No
entanto, convém relembrar que a aplicagdo do meétodo de andlise de grupos é
genericamente realizada com o objectivo de encontrar as poses dos compostos geradas
computacionalmente mais parecidas com a pose nativa. Assim, e embora a curva ROC
dos valores de afinidade das poses seleccionadas por este método apresente uma AUC
menor, em termos praticos melhores poses podem estar de facto a ser seleccionadas.

Apds a analise do desempenho da funcdo de pontuacédo utilizando dois métodos
de seleccdo de poses, procedeu-se a andlise das curvas e factores de enriquecimento
para avaliar se algum dos métodos de seleccdo torna a funcdo mais eficaz no
reconhecimento precoce de compostos activos. Estas curvas quantificam o racio de
compostos activos identificados no topo X% do conjunto total de compostos ordenados.
Aqui sdo apresentados e discutidos os factores de enriquecimento correspondentes ao
topo 1%, 5% e 10% de todo o conjunto de compostos testados.

No caso das curvas de enriquecimento é possivel observar que a curva para as
poses no conjunto VinaCluster (Figura 14, a vermelho) € ligeiramente melhor do que a
obtida para as poses no conjunto VinaFP (Figura 14, a azul). Tal pode ser confirmado
pelos valores de factores de enriquecimento apresentados na Tabela 2. Ao analisar-se 0s
factores de enriquecimento correspondentes a lista de ordenacdo dos compostos,
observa-se que para o topo 1% da base de dados nenhum dos métodos de seleccdo
revela se a funcdo de pontuacdo foi eficaz no reconhecimento precoce de compostos
activos. No caso dos resultados para os topos 5% e 10% pode observar-se que a fungéo
de pontuacdo obteve melhores factores de enriquecimento no conjunto VinaCluster (3,2
e 2 respectivamente) do que no conjunto VinaFP (0,8 e 1,6).

Pela observacdo dos resultados apresentados, a fungdo de pontuagdo do
AutoDock Vina apresenta globalmente uma melhor capacidade de discriminar
compostos activos de inactivos para o conjunto VinaFP. No entanto, quando avaliado o
seu desempenho para o conjunto VinaCluster, o reconhecimento precoce de compostos
activos é superior, em particular se referente ao topo 5%. Embora para ambos os

métodos de seleccdo de poses, a funcdo de pontuacéo apresente um desempenho melhor
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que o aleatorio (AUC=50%), nenhum se destaca nem consegue reconhecer compostos

activos no topo 1%.

Para tentar melhorar estes resultados, recorreu-se a SVMs para construir um

modelo de classificacdo utilizando os parametros envolvidos na fungédo de pontuacédo do

AutoDock Vina, esperando que discrimine melhor os compostos activos dos inactivos e

que seja mais eficiente a coloca-los no topo da base de dados.

Tabela Il — Métricas de avaliacdo dos valores de afinidade da funcdo de pontuacdo do
AutoDock Vina. Medidas de AUC e dos factores de enriquecimento para o topo 1%, 5% e 10%
da base de dados para os valores de afinidade das melhores poses do conjunto VinaFP e do

conjunto VinaCluster.

Métodos de Seleccéo
Medidas
VinaFP VinaCluster
AUC % 63,44 55,06
EF a 1% 0 0
EF a 5% 0,8 3,2
EF a 10% 1,6 2
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Figura 13 — Curvas ROC para os valores de afinidade. A linha na diagonal representa uma
performance aleatdria. A azul est4 representada a curva ROC para os valores de afinidade das
poses do conjunto VinaFP. A vermelho esta representada a curva de enriquecimento para 0s
valores de afinidade das poses no conjunto VinaCluster.
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Figura 14 — Curvas de Enriquecimento para os valores de afinidade. A linha na diagonal
representa uma performance aleatéria e a linha a tracejado no topo superior da imagem
representa o caso ideal. As curvas apresentam a percentagem de compostos activos identificados
na percentagem X da base de dados ordenados. A azul esta representada a curva de
enriquecimento para os valores de afinidade das melhores poses do conjunto VinaFP. A
vermelho esta representada a curva de enriquecimento para os valores de afinidade das melhores
poses no conjunto VinaCluster.
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4 — Avaliacéo do desempenho dos classificadores obtidos com 0 SVM-light

A construg@o dos modelos de classificacdo obtidos pelo SVM-light foi feita com
base nos parametros da funcdo de pontuacdo do AutoDock Vina para as poses nos
conjuntos VinaFP e VinaCluster. Uma vez que no conjunto total de compostos existem
muito mais compostos inactivos do que activos, a primeira tarefa consistiu na escolha
da proporcdo de compostos activos e compostos inactivos a incluir nos conjuntos de

treino que produza o melhor modelo de classificacéo.

4.1 — Seleccdo da melhor divisdo de compostos a incluir nos conjuntos de

treino

Para seleccionar qual a proporcdo Optima de compostos activos e inactivos a
incluir nos conjuntos de treino, os conjuntos VinaFP e VinaCluster foram divididos em
trés conjuntos aleatérios de compostos activos e inactivos. Em seguida, cada um dos
conjuntos de compostos inactivos foi aleatoriamente dividido em “n” subconjuntos (“n”
a variar entre 5 e 36). Os conjuntos finais de treino e teste foram obtidos tal como
descrito no Capitulo 3 e esquematizado na Figura 6. A validacdo cruzada 3-fold foi
utilizada para testar a capacidade de generalizacdo dos modelos gerados para cada valor
de “n”.

Uma vez que “n” modelos prevéem uma classificacdo para cada composto num
determinado conjunto de teste, uma previsdo consenso foi calculada a partir dos valores
de classificacdo obtidos dos varios modelos de classificacdo. Em seguida, foi calculado
o F-score para verificar a precisdo da previsdo consenso de cada uma das 3 iteracGes da
validagdo cruzada, tendo sido o valor médio de F-score atribuido a cada valor de “n”.
Para o conjunto VinaFP a melhor divisdo corresponde a “n”=33, enquanto para o
conjunto VinaCluster a melhor divisdo corresponde a “n”=32. Embora ndo tenha sido
referido é de salientar que foram realizadas 12 repeti¢bes de todo o processo aleatorio
de criagdo dos conjuntos de treino e teste, seleccionando-se a repeticdo que obteve o

melhor F-score final.
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4.2 — Andlise do desempenho dos classificadores

Apbs se escolher o melhor “n”, foram calculados os valores de AUC das curvas
das classificacbes obtidas para cada um dos conjuntos de teste com o objectivo se
seleccionar o modelo de classificacdo obtido com melhor desempenho. As curvas ROC
para os 3 melhores classificadores, foram produzidas para 0s conjuntos de teste
correspondentes (Figura 15). De seguida, estes classificadores foram utilizados para
classificar o conjunto total de compostos activos e inactivos presentes no pacote da
DUD, e o seu desempenho nas classificagdes dos compostos foi avaliado através da
andlise das curvas ROC (Figura 16). Os valores de AUC para cada uma destas curvas
ROC é apresentado na Tabela 3. Para o conjunto VinaFP, o melhor classificador (Figura
15A, a verde) apresenta uma AUC de 79,7% no conjunto de teste e de 74,5% no
conjunto total de compostos. Por outro lado, para o conjunto VinaCluster, o melhor
classificador (Figura 15B, a verde) apresenta uma AUC de 77,2% no conjunto de teste e
de 76,4% no conjunto total de compostos. Os classificadores com melhor desempenho
para o0 conjunto total de compostos (Figura 16A, a azul: Figura 16B, a azul) tem uma
AUC de 74,9% e de 76,9% para o conjunto VinaFP e VinaCluster respectivamente.

Analisando a Tabela 3, podemos observar que globalmente o desempenho dos
classificadores obtidos a partir dos dados das poses do conjunto VinaCluster é
ligeiramente superior aos obtidos com os dados das poses do conjunto VinaFP. Além
disso, observa-se também que o desempenho dos classificadores melhora quando é
classificado um grande conjunto de compostos.

Para os melhores classificadores obtidos da comparacdo e avaliagdo do
desempenho pelas curvas ROC e a AUC, fez-se também uma analise recorrendo a
construcdo de curvas de enriquecimento e dos factores de enriquecimento
correspondentes ao topo 1%, 5% e 10% tal como tinha sido realizado para a avaliagdo
da funcéo de pontuacdo do AutoDock Vina. No entanto neste caso pretende-se avaliar e
comparar a eficacia que os classificadores seleccionados tém em reconhecer

precocemente compostos activos nos topos escolhidos.
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Figura 15 — Curvas ROC para os conjuntos de teste 1, 2 e 3. A linha na diagonal representa
uma performance aleatéria. A verde, vermelho e azul encontram-se representadas as curvas
ROC para os modelos de classificagdo obtidos com os conjuntos de teste 1, 2 e 3
respectivamente. A) Curvas ROC dos melhores classificadores das poses do conjunto VinaFP.
B) Curvas ROC dos melhores classificadores das poses do conjunto VinaCluster.

41



Sensibildade

0.4

Sensibilidade

0.4

1.0

0.8

0.6

0.2

0.0

1.0

0.8

0.6

0.2

0.0

Resultados e Discussao

51

— T82

i — T83

f 1 f f 1 1

0.0 0.2 0.4 0.6 0.8 1.0
1-Especificidade

TS1

— T82

i — T83

T T T T T T

0.0 0.2 0.4 0.6 0.8 1.0

1-Especificidade

Figura 16 — Curvas ROC para o conjunto de teste total. A linha na diagonal representa uma
performance aleatéria. A) Curvas ROC dos melhores classificadores das poses do conjunto
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A Figura 17 apresenta as curvas de enriquecimento geradas para os melhores
classificadores obtidos para os conjuntos de teste das poses do conjunto VinaFP (Figura
17A) e pelo método de seleccdo baseado na andlise de grupos (Figura 17B). Analisando
estas curvas observa-se que para o conjunto VinaFP, o classificador com melhor
eficacia (Figura 17A, a verde) apresenta factores de enriquecimento de 0, 4,4 e 4,4
respectivamente no topo 1, 5 e 10% para o conjunto de teste e factores de
enriquecimento de 8, 4,8 e 4 para o conjunto total de compostos. Para o conjunto
VinaCluster, o classificador com melhor eficacia (Figura 17B, a vermelho) apresenta
factores de enriquecimento de 11,4; 7,5 e 5 também no topo 1, 5 e 10% para o conjunto
de teste e factores de enriquecimento de 12, 6,4 e 3,8 para o conjunto total de
compostos.

Na Figura 18 sdo apresentadas as curvas de enriquecimento dos classificadores
com melhores eficacia para o conjunto total de compostos em cada um dos conjuntos
(Figura 18, A e B). Pela observacgdo das curvas ndo é perceptivel qual o classificador
que apresenta melhor precisdo em cada um dos métodos de seleccdo de poses.
Recorrendo a analise dos factores de enriquecimento (Tabela 3) percebe-se que dentro
de cada método os factores de enriquecimento dos diferentes classificadores sdo muito
parecidos, mas em ambos os métodos o classificador mais eficaz é o criado com o
conjunto de teste 2 (Figura 18A, a vermelho; Figura 18B, a vermelho).

Na Tabela 3 sdo também apresentados os valores de sensibilidade,
especificidade, precisdo e F-scores calculados tendo como base a melhor linha de corte
para a funcdo de decisdo dos melhores classificadores para o conjunto total de
compostos activos e inactivos. Nos dois casos estes classificadores correspondem ao
conjunto de teste TSzt (Tabela 3). Das oito métricas consideradas, o classificador
construido com base no conjunto VinaFP apenas teve um valor ligeiramente melhor
para a especificidade.

Embora os valores entre os dois melhores classificadores construidos a partir dos
dois conjuntos ndo apresentem diferencas muito significativas, estes resultados
demostram que os classificadores obtidos com as poses seleccionadas utilizando a
analise de grupos (VinaCluster) apresentam melhores valores de sensibilidade, preciséo,
F-score, AUC e EF (para todos os topos) do que os classificadores construidos com as
poses seleccionadas pela funcdo de pontuacdo (VinaFP). Isto parece indicar que aplicar

a analise de grupos na seleccdo das poses obtidas com o AutoDock Vina e a incluir nos
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Figura 17 — Curvas de Enriquecimento para os conjuntos de teste 1, 2 e 3. A linha na
diagonal representa uma performance aleatdria e a linha a tracejado no topo superior da imagem
representa o caso ideal. A) Curvas de enriquecimento dos melhores classificadores das poses do
conjunto VinaFP B) Curvas de enriquecimento dos melhores classificadores das poses do

conjunto VinaCluster.
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conjunto VinaFP. B) Curvas de enriquecimento dos melhores classificadores das poses no

conjunto VinaCluster.

45



Resultados e Discussao

conjuntos de treino para SVM, gera classificadores com melhor capacidade em
discriminar e reconhecer eficientemente compostos activos de inactivos para todo o

conjunto para a COX-1 presente no pacote da DUD.
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Tabela 11l — Diferentes métricas de avaliagdo dos melhores classificadores. Sensibilidade, especificidade, previsdo, F-score, AUC e factores de
enriquecimento (EF) obtidos para as melhores linhas de corte das curvas produzidas para os melhores classificadores obtidos pelo treino com o SVM-light. Os
valores das métricas dos melhores classificadores para cada método encontram-se assinalados a negrito e sublinhados. TSxr representa o classificador obtido
pelo conjunto de treino X foi utilizado para classificar o conjunto total de dados T.

Metodos de classificacdo SVM

. VinaFP VinaCluster
Medidas
Conjuntos de testes Conjunto de testes total Conjuntos de testes Conjunto de testes total
TS; TS, TS;3 TSit TSt TSst TS; TS, TS;3 TSit TSyt TSar
Sensibilidade % 889 625 100 68 80 76 778 50 87.5 80 80 80
Especificidade % 79,2 64,7 52,3 69.6 59,8 657 69.3 912 71 66.3 67.1 653
Precisao % 119 48 56 66 56 61 745 138 79 65 67 63
F-Score % 209 89 10,6 120 105 113 76.1 216 144 121 123 117
AUC % 79,7 604 71,5 745 744 749 772 747 76,9 76,4 76,8 769
EFal1% 0 0 0 8 12 10,96 11,11 11,38 O 10,96 12 12
EF a 5% 4.4 2,5 0 48 438 438 6,7 7,5 5 7 64 64
EF a 10% 4.4 2,5 1,3 4 3,6 4 4.4 5 2,5 4 38 36
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Conclusdo

O acoplamento molecular ¢ uma técnica computacional de rastreio virtual que
tenta prever a melhor conformacéo de um ligando e a sua orientagéo, no local activo de
uma molécula alvo. A procura de ferramentas e metodologias capazes de prever boas
poses de compostos no local activo de uma proteina e de as pontuar de uma forma
rapida tem sido um dos maiores desafios na realizacdo de experiéncias de rastreio
virtual.

O presente trabalho foi realizado com o intuito de explorar solugdes para a
resolucdo destes problemas utilizando a COX-1 como um caso de estudo. A COX-1 foi
a proteina alvo escolhida porque estd presente em quase todas as células do corpo
humano e encontra-se envolvida em diversas fungdes vitais nomeadamente, nos
processos de sintese de prostandides a partir de &cido araquidonico que actuam ao nivel
do sistema imunoldgico como resposta a um processo inflamatério. Outro motivo é o
facto de esta proteina ser fortemente afectada por AINES, que muito embora nao sejam
desenvolvidos com esse proposito alteram ou inibem a sua funcdo. Assim, é importante
desenvolver estratégias que permitam uma melhor discriminacdo de compostos activos
e inactivos para a COX-1 de maneira a se evitar desenvolver farmacos que inibam ou
afectem a sua actividade indirectamente.

Primeiramente, avaliou-se a capacidade do programa de livre acesso AutoDock
Vina prever e pontuar resultados de acoplamento molecular para a COX-1 com base no
ligando BFL. As poses obtidas foram avaliadas através da sua visualizacdo e do célculo
do RMSD entre as poses obtidas pelo AutoDock Vina para o ligando BFL e a sua pose
na estrutura cristalografica. As duas melhores poses obtidas apresentam um RMSD de
1,89 e 1,88 A em relagéo a estrutura cristalografica, e um mesmo valor de afinidade de -
9,8 kcal/mol, o que significa que estas poses geradas pelo programa sdo muito
semelhantes a estrutura do ligando BFL e apresentam boa capacidade de afinidade com
o local activo. Destas analises ficou claro que o programa consegue prever boas poses
para ligandos da COX-1.

Foi depois realizado um acoplamento molecular para todos os compostos do
pacote da DUD para a COX-1 tentando-se obter mais poses para cada um dos
compostos. As melhores poses seleccionadas pela fungéo de pontuacdo do AutoDock
Vina foram visualizadas e constatou-se que para 35 compostos de um total de 849, a
melhor pose seleccionada nao se situava na regido “Optima” do local activo. O tamanho
e forma dessas poses parecem “impossibilitar” o programa de as “colocar” dentro do

local activo e como tal recorreu-se a uma estratégia alternativa para tentar seleccionar

49



Conclusdo

melhores com base na sua estrutura e ndo nas afinidades obtidas pela funcdo de
pontuacgéo do programa.

De seguida, o desempenho da funcdo de pontuagdo do AutoDock Vina foi
avaliado para dois conjuntos de “melhores” poses, seleccionadas apds o acoplamento
molecular para a COX-1 com todos 0s compostos presentes no pacote da DUD, através
da analise de curvas ROC e respectivos valores de AUC e das curvas de enriquecimento
e factores de enriquecimento. Um dos conjuntos foi seleccionado com base na
ordenacdo dada pela funcdo de pontuacdo do AutoDock Vina (VinaFP) e o outro
conjunto foi seleccionado com base numa analise de grupos (VinaCluster). Os
resultados obtidos foram apenas razoaveis em qualquer um dos conjuntos de poses
considerados, uma vez que para o conjunto de poses VinaFP o valor de AUC foi de
63,44% e para o conjunto de poses VinaCluster foi de apenas 55,06%. Em relacdo a
eficacia no reconhecimento precoce de compostos activos pela funcdo de pontuacdo do
AutoDock Vina, foi para o conjunto de poses VinaCluster que se obteve os melhores
factores de enriquecimento. E contudo claro que a pontuacio e discriminagio obtida
com base na funcdo de pontuacdo do AutoDock Vina € insuficiente para obter
resultados fidedignos e confiaveis numa campanha de rastreio virtual com compostos
desconhecidos.

Tendo em conta os resultados iniciais obtidos, delineou-se uma estratégia de
desenvolvimento de modelos de classificacdo usando os parametros constituintes da
funcdo de pontuacdo do AutoDock Vina. Neste caso, os resultados obtidos levaram a
concluir que os classificadores treinados com o conjunto de poses VinaCluster
apresentaram melhor desempenho e eficacia do que os classificadores treinados com o
conjunto de poses VinaFP. O melhor classificador gerado a partir do conjunto de poses
VinaCluster apresenta uma capacidade de discriminacdo de compostos activos e
inactivos para a COX-1 (AUC= 76,9) e um reconhecimento precoce de compostos
activos muito superiores (EF1%= 12) quer em relacdo a funcdo de pontuacdo do
AutoDock Vina (VinaFP: AUC= 63,44; EF10%= 1,6 / VinaCluster. AUC=55,06;
EF10%= 2) quer em relacdo aos classificadores gerados pelas poses no conjunto
VinaFP (AUC= 74,9; EF1%= 10,96). Estes resultados claramente demonstram que a
estratégia aqui desenvolvida com base na escolha de “melhores” poses a partir de
método de analise de grupos e na utilizagdo de SVM para treinar classificadores

melhorou significativamente a classificagdo de compostos. Estes resultados mostram
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também que as fungdes de pontuacgdo ainda se encontram longe de obter bons resultados
e que estratégias alternativas devem ser exploradas.

Assim, é possivel concluir que a utilizacdo de SVMs para o desenvolvimento de
classificadores apresenta melhorias significativas na classificacdo de resultados de
acoplamento molecular, o que ja tinha sido sugerido noutros trabalhos (Cannon et al.,
2007; Kinnings et al., 2011). E possivel também concluir que nem sempre as
“melhores” poses seleccionadas pelos programas de acoplamento molecular sdo as
melhores para o local activo em estudo, podendo a utilizacdo de outras técnicas de
seleccdo de poses, como a analise de grupos utilizada no presente trabalho melhorar
significativamente os resultados do acoplamento molecular.

Em termos de utilidade a metodologia descrita neste trabalho podera ser aplicada
noutros alvos de interesse para futuras experiéncias de rastreio virtual que utilizem
técnicas de acoplamento molecular, tal como pode ser utilizada para estimular a criacdo
de novas e melhoradas fungdes de pontuacdo ou aplicada a outros programas ja
existentes de acoplamento molecular com o intuito de classificar melhor os resultados
por eles obtidos.

Como perspectivas de trabalho futuro as hipoteses podem passar por testar a
capacidade da funcdo de pontuacdo do programa AutoDock Vina utilizando mais
compostos com dados experimentais e estruturas cristalogréaficas disponiveis para além
do composto BFL enriquecendo o conjunto de dados que foi utilizado. Outra hipétese
interessante seria utilizar outros programas de acoplamento molecular e/ou func¢des de
pontuacdo com capacidade de gerar mais parametros de caracterizacdo das poses
obtidas, com o objectivo de se tentar obter um classificador com mais poder

discriminativo entre compostos activos e inactivos.
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